
 3 

 

Abstract 

 

In 2008, the financial crisis put forward the relative inaccuracy of the market risk forecasting 

models in the financial industry. In particular, extreme events were shown to be regularly 

underestimated. This problematic, initially developed in the seminal work of Mandelbrot 

(1963), is mainly due to financial models using the normal law while empirical evidence show 

strong leptokurticity in financial time series. This stylized effect is particularly damaging in 

the forecasting of indicators like Value-at-Risk (VAR). In this study, we try to tackle this 

problem by testing a newly-developed probability distribution, never used in finance: the 

sinh-arcsinh function. By creating different datasets from non-parametric and GARCH 

models, we adjust common functions (normal, t location-scale, GED, gen. hyperbolic) and the 

sinh-arcsinh function on the data. We show that, regarding the leptokurtic datasets extracted 

from the DJA and the NIKKEI 225, the sinh-arcsinh function performs a better adjustment 

than any other function tested. We also tested simple VAR models using normal laws, 

Student’s t or sinh-arcsinh functions, to assess the operational efficiency of the sinh-arcsinh 

function. We show that models using sinh-arcsinh functions provide more accurate and better 

in-sample and out-of-sample VAR forecasts than any other model using the normal laws. 

 

Key words: leptokurticity, sinh-arcsinh, GARCH, non parametric, T-GARCH, Value-at-Risk 

forecasting, market risk. 
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« La recherche doit avant tout être un jeu et un plaisir. » - Pierre Joliot 
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1. Introduction  

Depuis 2008 et la propagation de la crise financière américaine au reste du monde, le système 

bancaire mondial a été durement secoué. Avec la faillite de Lehman Brothers, puis les actions 

entreprises par les gouvernements des différents Etats pour sauver leurs systèmes bancaires, 

ces derniers sont remis en question. Doit-on scinder les banques trop imposantes pour éviter le 

risque moral du « too big to fail » (Stiglitz, 2010) ? L’activité bancaire doit-elle être plus 

réglementée pour éviter les prises de risque inconsidérées ? Faut-il imposer des coefficients 

plus stricts de solvabilité et de liquidité aux organismes bancaires pour les pousser à 

s’autoréguler ? 

Sous-jacent à ces multiples interrogations se pose un constat sans équivoque : cette crise n’a 

pu être correctement anticipée par les institutions financières et a montré les limites des 

systèmes de gestion des risques. Les mesures existantes pour limiter l’impact des pertes sur la 

santé financière des banques n’ont pas suffi face à des événements considérés comme 

improbables. Les établissements financiers ont été confrontés d’un coté à des pertes 

consécutives aux dépréciations d’actifs supposés ayant une faible probabilité de défaut, et de 

l’autre, à une crise de confiance, suivie d’une crise de liquidité, mettant bon nombre 

d’institutions financières en situation d’insolvabilité.  

Le comité de Bâle, mandaté par les différentes instances politiques, a récemment publié de 

nouvelles règles (dîtes « de Bâle III ») relatives à gestion des risques et à la supervision du 

système bancaire, pour en améliorer la qualité. L’approche recommandée utilise la méthode 

du Value-at-Risk (VAR), un indicateur de risque développé dans les années 90 suite à 

plusieurs débâcles financières d’importance (Jorion, 2006). Néanmoins, une grande latitude 

est laissée aux banques dans l’évaluation de leurs risques si la preuve de l’efficacité de leurs 

modèles internes de gestion des risques peut être apportée. Cette mesure permet aux 

institutions de tenir compte de leurs spécificités propres (Janabi, 2008). Les institutions 

financières procèdent donc, en général, à leur propre évaluation de l’évolution (et par là des 

risques de marché) de leurs portefeuilles de titres, de manière à donner une estimation de la 

perte maximale théorique encourue pour un intervalle de confiance et un horizon de temps 

donnés. Cette perte maximale théorique doit pouvoir être couverte par des fonds propres 

suffisamment importants. Cette mesure influence donc directement la politique de gestion des 
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établissements de crédits ; face à l’exposition anticipée, une banque ajustera son portefeuille 

de titres ou ses fonds propres afin de garantir sa solvabilité.  

Ces anticipations de pertes maximales théoriques sont entièrement dépendantes de 

l’estimation qui est faite de l’évolution des portefeuilles de titres. Trois méthodes sont 

principalement décrites dans la littérature pour modéliser cette évolution : la méthode 

paramétrique (variance/covariance method, - Janabi, 2008), la méthode non-paramétrique 

(historical simulation - Jorion, 2006) et la simulation de Monte-Carlo (par exemple Duffie et 

Pan, 1997). Ces méthodes se basent sur l’analyse des séries temporelles et l’inférence 

statistique pour définir les paramètres d’une distribution de probabilité censée décrire le 

phénomène aléatoire étudié. Les hypothèses faites sur ces distributions déterminent donc les 

prédictions des VAR et la politique de gestion.  

Cette méthode de gestion – utilisée non seulement en finance, mais également dans bons 

nombres de domaines où la notion d’incertitude est présente - pose un certain nombre de défis 

pratiques et théoriques aux gestionnaires de risques. En effet, il n’existe pas de consensus 

quant à une méthode qui serait strictement meilleure que les autres. Les gestionnaires doivent 

donc choisir parmi toutes les variantes proposées dans l’abondante littérature à ce sujet. 

Puisqu’ils travaillent avec des modèles qui sont une construction simplifiée de la réalité 

destinée à en décrire le fonctionnement et à en permettre l’étude, ils doivent également 

atteindre un difficile équilibre entre facilité de l’étude et réalisme du modèle. 

Dans ce mémoire, nous choisissons d’étudier la méthode paramétrique d’estimation du VAR 

et de nous focaliser sur le problème de la distribution à employer. Cette méthode est très 

largement traitée dans la littérature et utilisée en pratique (Janabi, 2008). Dans cette approche, 

les problèmes de dépendance temporelle entre les observations ainsi que celui du choix de la 

distribution occupent une place centrale dans l’exactitude des prévisions. Le problème de la 

dépendance temporelle a déjà reçu de multiples réponses intéressantes (Engle, 1982 ; 

Bollerslev, 1986) fondées sur d’importantes recherches empiriques (entre autres, Akgiray, 

1989), même s’il convient de relativiser les résultats obtenus en fonction du type de données 

traitées. Le problème de la distribution a également été beaucoup étudié ces dernières années. 

En effet, avec la systématisation de l’utilisation du VAR depuis les années 2000 comme outil 

de gestion principal, la modélisation de la leptokurticité (c’est-à-dire le fait d’avoir une 

distribution de probabilité avec des queues plus épaisses qu’une loi normale) des données 

financières est devenue une préoccupation majeure. Le VAR correspond au quantile alpha de 
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la distribution des rendements au temps kt + et dépend fortement de l’épaisseur des queues de 

la distribution estimée. Plus celles-ci sont épaisses, plus la valeur du VAR est élevée (en 

valeur absolue). Par corollaire, plus la différence entre les queues de la distribution réelle et de 

la distribution estimée est importante, plus le VAR calculé est erroné et donne une mauvaise 

information quant au niveau réel d’exposition au risque de marché.  

En réponse à ce soucis, plusieurs études ont proposé d’utiliser, dans la modélisation des séries 

temporelles, des distributions qui reflètent mieux les distributions a posteriori des données 

observées (par exemple Curto et al., 2009 ; Liu, 2008). Nous citons notamment la distribution 

de Student, la distribution de Pareto ou la distribution hyperbolique générale. Cependant, 

certaines classes de fonctions restent encore inexplorées. En particulier, les fonctions sinus-

hyperbolique et arcsinus-hyperbolique (sinh-arcsinh), qui ont montré leur aptitude à 

facilement refléter les caractères leptokurtiques et dissymétriques dans divers problèmes 

d’ingénierie, n’ont jamais été utilisées dans une étude de séries temporelles en finance. 

Ce mémoire a aussi pour objectif de donner des pistes aux gestionnaires de risques pour 

améliorer la qualité des méthodes de prévision du VAR mis à leur disposition, en utilisant des 

fonctions de probabilité qui semblent à priori plus adaptées à la réalité empirique.  L’accent 

est mis sur leur capacité à modéliser les événements rares ou extrêmes. C’est là le principal 

souci des gestionnaires de risques, puisque la gestion dans des conditions normales a montré 

sa relative efficacité (par exemple Jaschke et Jiang, 2001).  

Nous chercherons à démontrer que l’hypothèse proposée permet des prévisions plus précises 

car la fonction sinh-arcsinh reflète mieux l’importance des événements extrêmes dans la 

distribution des rendements. Nous procéderons comme suit : après une présentation de 

l’historique des méthodes de prévisions et de la distinction entre approche conditionnelle et 

inconditionnelle, nous développerons les constats empiriques propres aux séries temporelles 

financières (dépendance temporelle et leptokurticité) et les méthodes classiques utilisées pour 

les étudier. Nous présenterons certaines solutions alternatives, proposées dans la littérature 

pour obtenir de meilleurs résultats dans l’étude de ces séries. Nous distinguerons l’étude 

d’une série temporelle univariée de l’étude d’un portefeuille de titres et nous présenterons 

l’analyse en composantes indépendantes comme outil d’analyse du cas multivarié. Ensuite, 

nous situerons ces méthodes dans le cadre de la gestion des risques dans les institutions 

financières, en particulier dans l’approche du VAR. Nous poursuivrons en présentant un 

modèle original de gestion du risque : le remplacement de la loi normale par une loi de type 
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sin-arcsinh et l’utilisation d’estimateurs à noyaux pour prédire le VAR. Nous testerons la 

fonction sinh-arcsinh sur les résidus de différentes séries temporelles univariées (Dow Jones 

Average, DAX et NIKKEI 225) et nous comparerons les résultats obtenus avec les autres 

fonctions habituellement utilisées. Nous prédirons ensuite les VAR au temps t+1 de ces trois 

séries temporelles en utilisant ce modèle alternatif. Ensuite, les résultats obtenus  seront 

comparés avec ceux produits par différents modèle GARCH.  

L’étude de ce problème a une grande importance dans l’économie. En premier lieu, apporter 

des améliorations dans les systèmes internes de prévision des institutions financières 

(banques, fonds d’investissement)  ne peut que renforcer leur santé structurelle, puisqu’elles 

seront alors plus aptes à prendre des décisions mieux fondées. En second lieu, il est clair que 

les banques (les intermédiaires financiers par excellence) jouent un rôle déterminant sur les 

performances d’une économie. Selon l’OCDE:  “The role of financial intermediaries is to 

channel funds from lenders to borrowers by intermediating between them.” Sans l’existence 

de ces intermédiaires financiers qui assurent la rencontre entre l’offre et la demande de 

capitaux, prêteurs et emprunteurs auraient plus de mal à satisfaire leurs besoins respectifs de 

financement et de rendement, avec pour conséquences une hausse du coût du crédit pour les 

emprunteurs, une baisse de l’investissement, et donc une diminution de l’activité économique 

(Bernanke, 1983). Ce fait est d’autant plus vrai en Europe où le financement direct sur le 

marché des capitaux est moins important qu’aux USA. Conjointement, diverses études 

empiriques ont montré que la hausse de la productivité était liée au développement du 

système bancaire (voir par exemple Méon et Weill, 2010). Contribuer à améliorer l’efficacité 

du système bancaire, que ce soit par la régulation, le contrôle de gestion ou les prévisions, est 

par conséquent un enjeu primordial pour la société.  
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2. Les méthodes de prévisions : comment et dans 

quels buts ? 

2.1 La modélisation 
 

Par modélisation, nous entendons la conception, l’évaluation et l’amélioration d’un modèle, 

qui a pour but de décrire un phénomène complexe sous une forme simplifiée qui permettra 

son étude. Bair et al. (2006) notent à ce propos que « l’intérêt d’un modèle réside dans sa 

capacité à apporter une réponse satisfaisante aux questions que l’on se pose à propos de 

l’objet modélisé ». Une question fondamentale dans sa construction est donc « un modèle, 

pour quoi faire ? » (Borne, 1992). En ce sens, un grand nombre de modèles peuvent être 

appliqués à une même problématique et la représenter différemment, sans qu’un seul ne soit 

considéré comme faux. Ce qui importe est la question de recherche à laquelle le modèle se 

rapporte.  

Il est intéressant de distinguer certaines typologies de modèles, en particulier stochastiques ou 

déterministes. Le premier type inclut des événements aléatoires au contraire du second qui 

inclut des processus décrivant exactement le comportement de l’objet du modèle. 

Un modèle se construit en plusieurs étapes (figure 1) : récolter des données relatives au 

problème étudié (évolution du taux d’intérêt, de la météo, du cours d’une action), qui seront 

ensuite analysées ; en déduire une série de relations entre des variables, qui permettent de 

décrire le phénomène étudié (quelles variables conditionnent le taux d’intérêt, les 

précipitations, la hausse ou la baisse de la bourse ?) pour y apporter une solution. Le modèle 

construit permettra ensuite de générer des prévisions mais aussi de tester les conséquences de 

scénarios impossibles à reproduire dans la réalité sans un coût élevé (pour plus de détails, voir 

Borne, 1992). 

L’économie et la finance, en tant que sciences humaines (et ce malgré la place croissante prise 

par les mathématiques), sont confrontés à des situations difficilement reproductibles dans une 

expérience de laboratoire étant donné le grand nombre de paramètres hors contrôle qui 

peuvent entrer en jeu. La modélisation permet de limiter leur influence en sélectionnant les 

paramètres d’intérêt. Avec le développement de l’informatique dans les années 1960-1970, la 

modélisation a pris son essor en économie (Bair et al., 2006), en facilitant le traitement des 

données et le travail par simulations (stress-tests, simulations de Monte-Carlo, etc.). Cette 
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technologie s’est révélée très efficace dans la modélisation de systèmes stochastiques, cas qui 

nous concernent directement. 

 

 

 

Figure 1 - Processus de modélisation : passage du réel 
complexe au modèle simplifié (Crama, 2009). 

 

2.2 Approche inconditionnelle ou conditionnelle ?  
 

En économie et en finance, les problèmes étudiés se rapportent souvent à l’évolution d’une 

variable au cours du temps : le taux d’intérêt, le cours d’une action, un taux de change donné, 

etc. On appelle série temporelle l’ensemble des valeurs observées d’une variable au cours du 

temps (Cai, 2009).  Le but de la modélisation de ces valeurs est d’obtenir des prévisions 

fiables, avec un certain intervalle de confiance, des valeurs prises par la variable étudiée. Les 

économistes et les mathématiciens en cherchent donc les déterminants : indicateurs de 

confiance, taux d’intérêt, taux de change, etc. Si les valeurs futures d’une série temporelle 

peuvent être exactement prédites, on parle de séries déterministes. A contrario, si la série ne 

peut pas être exactement prédite, on parle dans ce cas d’une série aléatoire pour laquelle la 

connaissance des valeurs passées ne peut que donner une indication sur la distribution de 

probabilité des valeurs futures. On parle aussi de processus stochastiques pour l’évolution, au 

cours du temps, de la réalisation d’une variable aléatoire (Anderson, 1976).  
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Pour un processus stochastique, nous distinguons également le degré de stationnarité du 

processus étudié : soit ses différents moments (moyenne, variance, auto - covariances) sont 

constants au cours du temps (le processus est dit stationnaire), soit ils varient (on parle alors 

de non-stationnarité). La stationnarité est qualifiée de faible ou de forte selon le respect des 

conditions précitées.  

Traditionnellement, la modélisation des séries temporelles financières se base sur les 

processus stochastiques et peut suivre deux approches : inconditionnelle ou conditionnelle.  

 

2.2.1 Approche inconditionnelle.  
 

Cette approche considère que le comportement de la variable que nous voulons modéliser suit 

une marche aléatoire (« random walk »), c'est-à-dire qu’elle prend des valeurs, de manière 

aléatoire, suivant une certaine loi de probabilité, dont les moments sont constants au cours du 

temps (figure 2). Les valeurs futures ne sont pas dépendantes des réalisations passées de 

l’épreuve aléatoire. Au cours du temps, on suppose que les réalisations de la variable aléatoire 

considérée (par exemple, le rendement journalier d’un titre) sont indépendantes et  

identiquement distribuées (IID) et que leur distribution marginale suit une fonction de 

probabilité bien définie (Mandelbrot, 1967).  

 

 

Figure 2 - Exemple de marche aléatoire suivant une loi uniforme sur l’intervalle [0, 1]. 
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Classiquement, une fonction gaussienne est utilisée mais d’autres fonctions ont été proposées 

par la suite (cette question sera discutée dans les sections suivantes). La moyenne et la 

variance de cette distribution sont constantes au cours du temps. Par exemple, la théorie du 

prix d’une option de  Black, Merton et Scholes (Merton, 1993) et la théorie du CAPM 

(Capital Asset Pricing Model) se basent sur cette approche. Cette perspective a aussi donné 

lieu à la théorie d’efficience des marchés financiers, développée par Fama (voir Brown et 

Reilly, 2009, pour plus de détails). 

 

2.2.2 Approche conditionnelle. 
 

A l’opposé de l’approche inconditionnelle, l’approche conditionnelle postule la dépendance 

temporelle d’un phénomène. Ce point de vue permet de modéliser les effets stylisés propres 

aux séries temporelles financières comme l’évolution de la variance ou de la moyenne au 

cours du temps. Traditionnellement, ces processus sont modélisés à l’aide de modèles ARMA 

(pour Autoregressive Moving Average) ou ARIMA (pour Autoregressive Integrated Moving 

Average) : autorégressifs (la valeur de la variable à l’instant t est fonction des valeurs aux 

instants t-i, t-j,…t-n) et à moyenne mobile (la valeur de la variable à l’instant t est fonction 

des bruits blancs aux périodes précédentes). Cette méthode, développée par Box et Jenkins 

(1970) se base sur trois étapes : l’identification de la dépendance temporelle, l’estimation des 

paramètres du modèle et la prévision (Cai, 2009).  

Pour une série supposée stationnaire nzz ,...,1 , correctement différenciée, nous utilisons 

généralement deux  indicateurs d’une relation autorégressive ou moving average (Box et 

Jenkins, 1970) :  

� La fonction d’auto - corrélation (ACF), kρ  avec pour estimateur 
0ˆ

ˆ

γ
γ k

kr =  où 

))((
1

ˆ
1

zzzz
N ki

N

k
ikk −−= −

+
∑γ  pour ,...1,0=k  kP étant la matrice kk ×  des auto-

corrélations. 
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� La fonction d’auto-corrélation partielle (PACF) kkkk PP∗=Φ  où ∗
kP est  kP  avec la 

dernière colonne remplacée par : 
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Cette  statistique permet d’estimer la corrélation directe entre deux variables à des temps 

différents (par exemple t et t-3), en ayant supprimé l’influence des valeurs intermédiaires (aux 

temps t-1 et t-2)  

Ces estimateurs suivent une distribution normale pour des valeurs suffisamment grandes de N. 

On peut donc construire des intervalles de confiance et déterminer si la dépendance  

temporelle aux temps t-i, t-j, etc. est significativement différente de 0. 

Le modèle forme un processus ARMA (p, q) et a la forme suivante :  

∑∑
=

−
=

− ++=
q

k
tktk

pp

k
ktkt aazz

11

θφ  

où  les )N(0, ~ 2
aia σ  et sont considérés comme des chocs aléatoires. Les paramètres du 

modèle sont estimés par régression non-linéaire des moindres carrés (la somme des carrés des 

résidus est minimisée) ou par la méthode du maximum de vraisemblance.  

L’hypothèse fondamentale du modèle ARMA est le caractère IID des innovations (les ia ), 

condition suffisante pour l’homoscédasticité du processus (la variance ne dépend pas du 

temps). L’hypothèse de normalité a été retenue pour des raisons historiques et pratiques 

malgré certaines faiblesses (Mandelbrot, 1967).  

D’un autre coté, il a été observé que certaines séries temporelles n’avaient pas une variance 

constante au cours du temps. La figure 3 donne un aperçu de l’hétéroscédasticité d’une série.  

Dans la continuité du modèle ARIMA, Engle (1982) puis Bollerslev (1986) ont proposé les 

modèles ARCH et GARCH qui modélisent la dépendance temporelle entre la variance des 

innovations au temps t (et donc du processus) avec les variances et les innovations aux 

périodes précédentes. Ce modèle a été amplement commenté et est maintenant largement 

utilisé par tous les spécialistes. Nous le détaillons au chapitre III. 
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Figure 3 – Variation du taux d’intérêt moyen en Israël, de 1996 à 2011. 

 

2.3 Constats empiriques. 
 

Un cas particulier qui nous intéresse est l’évolution du prix des cours boursiers : mouvement 

purement aléatoire ou existence de dépendance temporelle ? L’hypothèse d’efficience des 

marchés de Fama postule l’évolution aléatoire du prix d’une action et privilégie une 

modélisation de ces évolutions avec un modèle inconditionnel. Différents tests 

d’indépendance supportent cette hypothèse : par exemple, une corrélation insignifiante entre 

valeurs sur un horizon limité ou l’absence de longues séries de variations de prix à sens 

unique (Brown et Reilly, 2009).  

Néanmoins, la capacité de certains acteurs économiques (comme les corporate insiders ou les 

gestionnaires professionnels de portefeuilles) à obtenir des rendements anormalement élevés 

ainsi que la présence d’auto-corrélation significative pour des titres de petites entreprises 

remettent en question cette hypothèse (Brown et Reilly, 2009). De plus, des études empiriques 

récentes ont confirmé l’existence formelle d’une dépendance temporelle de la variance des 

rendements au cours du temps, évoluant en cluster et la rendant (en partie) prévisible 

(Pederzoli, 2006). Face aux imperfections des marchés, l’utilisation de la dépendance 

temporelle est aujourd’hui l’hypothèse majoritairement retenue pour modéliser ce type de 

problème, en particulier au niveau de la modélisation de la variance des cours de titres.  
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Cette prédiction de la variance est un sujet de première importance en finance, étant donné 

son rôle prépondérant dans la prise de décision et l’évaluation du risque supporté lors d’un 

investissement. Il semble que la variance de la plupart des prix des actions ou des indices 

boursiers varie au cours du temps. Il en va de même pour l’évolution du taux de change ou 

des taux d’intérêts et la plupart des prix des valeurs cotées sur des marchés réglementés. 

L’hypothèse d’homoscédasticité est décrite comme « improbable » par Engle (1982) et 

Akgiray (1989) note que, au contraire, le fonctionnement des marchés soumis à la spéculation 

implique une dépendance temporelle et que l’hypothèse de moyenne et variance constantes au 

cours du temps est « irréaliste et douteuse ». 

Un autre élément que nous avons évoqué est la forme de la distribution de probabilité des 

valeurs des séries temporelles. Un grand nombre d’études empiriques ont montré le caractère 

fortement dissymétrique et leptokurtique de la distribution des rendements d’actifs financiers. 

Par leptokurticité, nous entendons une distribution dont le coefficient de Fisher1 est supérieur 

à 3. Par exemple, Curto et al. (2009) montrent que le test Jarque - Bera de normalité est 

clairement rejeté pour les indices DJIA, DAX et PSI20 avec des leptokurticités respectives de 

7.74, 6.47 et 11.13. Bingham et Kiessel (2001) évoque la présence de queues plus épaisses 

que celles d’une gaussienne dans la majorité des données financières.  

Cette constatation est d’une importance capitale pour les gestionnaires de risques. Le non-

respect d’une hypothèse fondamentale des méthodes de modélisation les plus courantes rend 

les prédictions des paramètres des modèles moins précises, en particulier au niveau de leur 

écart-type (Brooks, 2008). Les indicateurs de risques qui calculent la probabilité d’apparition 

d’événements extrêmes sont donc biaisés, car les hypothèses sous-jacentes ne sont pas 

respectées et parce qu’ils sont dépendants de l’épaisseur des queues de la distribution de 

probabilité estimée. Par exemple, si nous calculons les valeurs du VAR (dont nous expliquons 

plus en détail le principe au chapitre II) en nous basant sur la loi normale alors que la réalité 

empirique est différente, elles seront sous-estimées puisque la loi normale sous-estime les 

valeurs dans les queues.  

Face à ces constats, il semble intéressant, pour obtenir des valeurs moins biaisées des 

estimateurs de risques extrêmes comme le VAR :  

                                                 
1 Le coefficient de Fisher se définit comme le rapport entre le quatrième moment de la distribution et le second 

moment élevé au carré : 
2
4

s

m
b =  
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� de se focaliser sur les modèles qui utilisent la dépendance temporelle dans leurs 

hypothèses ; 

� et d’utiliser des distributions de probabilité plus proches de la réalité empirique. 
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3. La gestion du risque dans l’industrie bancaire.  

Suite à ces premières considérations, nous nous penchons à présent sur l’application des 

méthodes de prévisions dans les institutions financières.  

3.1 La gestion du risque. 
 

La typologie traditionnelle classe les risques selon leur origine. Dans le cadre de l’activité des 

établissements de crédits, ceux-ci sont 

confrontés principalement aux risques 

suivants :  

� le risque de crédit ; 

� le risque opérationnel ; 

� le risque de liquidité ; 

� le risque de marché. 

Le risque provient de l’incertitude 

quant à l’apparition d’événements 

défavorables. Crouhy et al. (2005) 

définissent quatre étapes dans la 

gestion du risque (figure 4) : 

� l’identification ; 

� la mesure ; 

� la réduction ; 

� l’évaluation de la performance.  

L’étape sur laquelle nous allons nous focaliser est celle de la mesure du risque. Différents 

outils ont été développés dans ce but : l’analyse de la duration pour les titres à revenus fixes, 

l’analyse de sensitivité dite des « Greeks » pour les portefeuilles de titres ou encore le calcul 

du VAR.  

 
 
Figure 4 – Tâches du Risk manager (Crouhy et al., 
2005). 
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3.2 Le Value-at-Risk : un indicateur de risque mond ialement 
utilisé.  
 

Le Value-at-risk (VAR) est défini comme par Jorion (2006) comme étant : “a method for 

assessing risk that uses standard statistical techniques. VAR summarizes the worst loss over a 

target horizon such that there is a low, prespecified probability that the actual loss will be 

larger”. C’est un indicateur qui permet, par exemple, de résumer le risque de marché supporté 

lors d’un investissement. Cette méthode d’évaluation du risque s’est popularisée dans les 

années nonante, suite aux débâcles financières subies par diverses grandes compagnies 

(Metallgesellschaft en Allemagne, Barings en Angleterre). Celles-ci avaient mal anticipé 

l’exposition de leurs portefeuilles comportant des options et d’autres produits dérivés. 

A partir de cette définition, nous identifions plusieurs paramètres qui vont influencer le calcul 

du VAR :  

� l’horizon (soit la période sur laquelle le risque est résumé) ; 

� le niveau de confiance (soit la probabilité avec laquelle la perte maximale ne sera pas 

dépassée) ; 

� le facteur de risque (par exemple, le rendement d’un portefeuille de titres) ; 

� les montants exposés à ce risque (classiquement, la valeur d’un portefeuille 

d’investissements). 

A quoi correspond, d’un point de vue probabiliste, le VAR d’un investissement ? En 

connaissant la distribution de probabilité des rendements de cet investissement, le VAR à un 

niveau de confiance α donné est la valeur du quantile α−1  de cette distribution. Nous 

reprenons un exemple de Jorion (2006) en annexe pour illustrer ce concept  (annexe A. 1).  

Soit X  le rendement d’un portefeuille sur un horizon de temps T , suivant une distribution de 

probabilité f  et une fonction de répartition F . Le VAR au niveau α  du portefeuille est 

donnée par :  

)1(

1)(
1

1 α
α

α −==

−=≤
−

− FQVAR

VARXP
 

Toute la complexité de l’estimation du VAR tient dans les hypothèses faites sur la distribution 

des rendements étudiés. Les méthodes les plus couramment utilisées sont la méthode dite 

variance/covariance (Delta-Normal method), les simulations historiques et les simulations de 
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Monte-Carlo. Elles peuvent être classées selon deux approches : l’approche non-paramétrique 

et l’approche paramétrique.  

 

3.2.1 L’approche non-paramétrique 
 

Dans cette approche, aucune hypothèse n’est faite quant à la forme de la distribution de 

probabilité des rendements. Nous utilisons les données historiques pour estimer le quantile 

utilisé dans le calcul du VAR, par exemple à partir de l’histogramme des valeurs d’une série 

temporelle (voir l’exemple de la figure 5). 

Une autre méthode consiste à utiliser ces données historiques dans la simulation des valeurs 

futures. Nous effectuons un échantillonnage de ces valeurs, auxquelles nous attribuons une 

certaine probabilité. Ensuite, une simulation est réalisée à partir de ces échantillons pour 

obtenir des réalisations de la variable étudiée. Cette méthode est appelée « bootstrapping ». 

 

 

Figure 5 –VAR non-paramétrique basé sur les rendements historiques 

(Jorion,2006). 

Dans la méthode la plus simple, pour une série temporelle des rendements historiques, on 

applique un probabilité tw  à chaque élément de ),...,,( 21 nrrrR = . Les tw  sont les poids 

actuels de chaque observation dans la distribution historique des rendements. Cette nouvelle 
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série est utilisée pour générer aléatoirement de nouvelles séries de pseudo-rendements, qui 

sont utilisés pour simuler l’évolution de la variable d’intérêt (par exemple, le prix d’une 

action). L’opération est répétée K fois (couramment, 000.10=K ). Les observations générées 

sont triées et nous pouvons déterminer le quantile d’ordre c de la distribution (par exemple, 

pour %1=c , on recherche la valeur qui a été dépassée 9.900 fois sur 10.000 pour un horizon 

de temps donné). 

 

3.2.2 L’approche paramétrique. 
 

Dans cette approche, nous faisons l’hypothèse que les rendements étudiés suivent une certaine 

distribution de probabilité. Les paramètres sont estimés par les méthodes classiques 

d’inférence statistique, à partir des données historiques. L’hypothèse la plus communément 

utilisée est celle d’une distribution normale des rendements (ou de leurs logarithmes). Le 

VAR peut alors être directement calculé à partir de l’écart-type de la distribution, multiplié 

par un coefficient qui est fonction du niveau de confiance voulu.  

Pour R une variable aléatoire, on suppose :  

R~ ²),( σµN  où ²),( σµN = )(rf  

σ
µ−R

~ )()1,0( εΦ=N  

Pour une valeur pivot *R , telle que : ∫ ∫
∗−

∞−

−

∞−
Φ==−

R
ddrrfc

α
εε )()(1  

D’où l’égalité : α
σ

µ
−=

−− *R
, avec α−  le quantile c−1  d’une distribution normale 

centrée et réduite.  

Pour r fonction du temps, nous reprenons la notation de Kuester et al. (2006) : 

tttttt zr εσµµ +=+=  où tµ et tσ sont respectivement la moyenne et la variance 

conditionnelles à l’instant t, et tz ~ (.)f avec f une densité de probabilité de moyenne 0 et de 

variance 1, décrite par une certaine fonction. D’autres paramètres de forme peuvent y être 

intégrés. Les modèles ARCH et GARCH supposent tε  gaussien et tσ  une certaine fonction 

de l’information passée.  
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Cette méthode a l’avantage d’être simple à utiliser et produit généralement des prévisions plus 

justes, mais repose entièrement sur la pertinence des hypothèses faites sur la distribution des 

innovations. Dans le cas de portefeuilles constitués d’un grand nombre de titres, il est 

nécessaire d’en estimer la matrice des covariances. Le modèle dynamique de corrélation 

conditionnelle (DCC) proposé par Engle (2002) et le modèle de corrélation conditionnelle 

constante (CCC) de Bollerslev (1990) permettent cette estimation. Esch et al. (2003) notent 

que le calcul du VAR par la méthode variance/covariance est la forme la plus achevée du 

point de vue opérationnel. Nous en tiendrons compte lors de notre étude empirique.  

L’approche paramétrique est aussi utilisée dans les simulations de Monte-Carlo. Celles-ci 

consistent d’abord à définir le processus stochastique paramétrique sous-jacent au problème 

étudié (par ex. l’évolution du prix d’une action). Ensuite, des séries de données sont générées 

à partir de ce processus. Enfin, l’opération est reproduite un grand nombre de fois pour 

pouvoir inférer une distribution de probabilité et en calculer les différents moments, 

nécessaires à la quantification du risque.  

 

3.3 Régulation : réglementation en matière de risqu e au sein 
des institutions financières 
 

Suite aux différentes crises bancaires, les comités dits de « Bâle I », « Bâle II » et 

dernièrement « Bâle III » ont émis des recommandations sur la réglementation à adopter dans 

l’industrie bancaire. En particulier, ces recommandations se focalisent sur le risque de 

solvabilité. Elles préconisent d’édicter une série de règles obligeant les établissements de 

crédits à détenir un niveau de fonds propres consistant avec les risques de crédit, de marché et 

opérationnel encourus. Les comités recommandent deux types d’approches :   

� soit de pondération du risque, en fonction des types d’émetteurs et des titres détenus 

(approche standard) ; 

� soit en basant le niveau de fonds propres sur des modèles internes de prévision.  

La seconde approche est privilégiée par un grand nombre d’établissements car elle permet de 

diminuer la quantité de fonds propres à détenir (ou d’autoriser une plus grande exposition au 

risque pour un même niveau de capital) et donc de diminuer le coût engendré par la 

rémunération du capital. Développer des modèles efficaces de gestion du risque permet aussi 

aux banques de posséder un outil de gestion autorisant un pilotage plus sûr et plus adéquat de 
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la politique d’investissement. Les techniques utilisées sont néanmoins beaucoup plus 

compliquées à utiliser et à implémenter que l’approche standard, ce qui entraîne un surcoût  

important. Celui-ci se retrouve – généralement - contrebalancé par le gain obtenu sur la volum 

moindre de capital à détenir.  

Pour utiliser cette méthode, les établissements de crédits doivent mettre au point des systèmes 

remplissant des critères minimaux d’efficacité promulgués par les régulateurs. Ils sont 

évalués, a posteriori, sur leur capacité à prédire correctement les VAR des différents risques 

supportés. Cette procédure est appelée backtesting. Pour les portefeuilles de trading, un 

niveau de confiance 01.0=α  pour un intervalle d’un jour est exigé. Si le modèle prédit 

correctement un nombre de VAR consistant avec le seuil α  (ici, 99% des VAR ne doivent 

pas être dépassés par la perte réelle encourue sur le marché), le modèle passe le test avec 

succès. Le capital détenu pour faire face au risque de marché encouru est alors obtenu par la 

formule suivante (BCBS, 2006) : 
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Le paramètre h est un facteur multiplicatif utilisé pour tenir compte de la sensibilité du 

modèle de prévision. Il est compris entre 3 et 4. Si d’importants problèmes sont rencontrés 

dans les prévisions, le facteur peut augmenter jusque 4. Pour le déterminer, le Comité de Bâle 

se base sur le nombre d’exceptions rencontrées durant l’année écoulée. Pour chaque jour où 

une prévision a été effectuée, une exception a lieu si (dans le cas du calcul du risque de 

marché) la perte subie dépasse le VAR prédit. Le tableau I reprend l’augmentation du facteur 

h (initialement fixé à trois) défini par le nombre d’exceptions constatées sur 250 jours de 

trading.  

Le VAR, en tant qu’indicateur de risques, occupe donc une place centrale dans les mesures 

prises par les régulateurs (Lopez, 1999). 
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Zone Number of exceptions Increase in h 

Green 0 to 4 0.00 

Yellow 5 

6 

7 

8 

9 

0.40 

0.50 

0.65 

0.75 

0.85 

Red 10+ 1.00 

Tableau I – Les zones de pénalité de Bâle II (Jorion, 2006, p. 148). 

 

3.4 Autres indicateurs de risques 
 

Pourquoi le VAR devrait-il être préféré à d’autres indicateurs de risque ? Jorion (2006) 

évoque l’approche d’Artzner et al. (1999) qui détermine quatre propriétés désirables pour une 

mesure du risque dans le but de déterminer un niveau de capital en adéquation avec le niveau 

de risque supporté. La mesure du risque est dite cohérente si elle respecte les quatre 

propriétés. 

� Monotonie : si un portefeuille A a des rendements moindres qu’un portefeuille B, 

toutes autres choses restant égales par ailleurs, alors le portefeuille A doit être le plus 

risqué.  

� Invariance à la translation, ajouter une quantité k de cash à un portefeuille diminue 

d’autant son risque. 

� Homogénéité : multiplier chacun des composants d’un portefeuille d’un facteurs b 

augmente le risque du portefeuille d’un facteur b. 

� Sub-additivité : la fusion de deux portefeuilles ne peut pas augmenter le risque total. 

Artzner  et al. (1999) démontrent que le VAR ne permet pas de rencontrer la dernière 

condition dans toutes les situations. Néanmoins, sous l’hypothèse de normalité, elle est 
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remplie. L’avantage indéniable du VAR tient dans sa facilité conceptuelle : le risque encouru 

est résumé en une seule valeur aisément compréhensible. Il permet un dialogue facile entre 

tous les acteurs concernés par la gestion du risque au sein des organismes financiers.  

Son grand désavantage, par contre, est qu’il ne donne aucune indication quant à la forme de la 

distribution des rendements au-delà du VAR. Pour y remédier, d’autres mesures ont été 

créées, notamment le Conditionnal Value-at-Risk (CVAR, ou encore ES – Expected 

Shortfall). 
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4. Les modèles actuels  

Après les considérations empiriques propres à la modélisation des séries temporelles et les 

aspects relatifs au secteur bancaire en particulier, nous pouvons nous pencher sur la manière 

de résoudre la problématique soulevée : Comment tenir compte du phénomène 

d’hétéroscédasticité de la variance et de la non-normalité des séries temporelles financières 

pour améliorer les prédictions des Value-at-Risk utilisés dans l’industrie bancaire ? La 

littérature a tenté d’y apporter une réponse et différentes manières d’aborder cette question ont 

été proposées. 

 

4.1 Modèles GARCH 
 

Pour résoudre le problème de modélisation de l’hétéroscédasticité des facteurs de risque, 

Bollerslev (1986), suite aux travaux de Engle (1982), a élaboré le modèle GARCH 

(Generalized Auto-regressive Conditional Heteroskedastic). Celui-ci est décrit tel que :  

ttt bxr ε+=        

avec tr  le rendement à l’instant t, fonction d’un vecteur de facteurs déterminants (par exemple 

les rendements aux instants t-i,…,t-j) et où tε  est la composante stochastique (les innovations) 

du processus.  

tε ~ ),0( thN , conditionnellement à l’information disponible au temps t, où :  
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décrit la relation qui unit la variance des innovations aux innovations (au carré) et aux 

variances des périodes précédentes. De plus :  

0≥p ,  0≥q    

00 ≥α ,  0≥iα , qi ...,1= , 

0≥iβ ,  pi ,...,1=      
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Classiquement, l’existence d’un effet GARCH peut être détectée par la méthode des auto-

corrélations et auto-corrélations partielles (Anderson, 1976), en calculant ces valeurs pour le 

carré des innovations: 

),cov( 22
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 avec m = max{p, q} 

, iii βαϕ += et 1+≥ pn  

On trouve facilement les fonctions d’auto-corrélation partielles pour 2
tε , qui prennent des 

valeurs différentes de 0 mais décroissantes au cours du temps. Pour plus de détails, voir Box 

et Jenkins (1976) ou  Bollerslev (1986). 

La forme la plus couramment utilisée de ce modèle est le GARCH(1,1) :  

111
2

10 −− += ttt hh βαεα ,   

avec les paramètres différents de 0. Bollerslev (1986) a facilement montré qu’imposer 

111 <+ βα  est une condition suffisante pour avoir une stationnarité au sens large. L’existence 

du moment d’ordre m est garantie par la condition nécessaire et suffisante suivante :  

(∑
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ce qui nous autorise à calculer le coefficient de kurtosis, qui est donné par :  

( )22)24 )()²)(3)( −−= ttt EEEk εεε  
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et k > 0.  

La question de l’évolution de la moyenne conditionnelle tµ  est fonction du type de données 

traitées (on peut supposer une moyenne constante ou la présence d’un processus ARMA). Les 

résidus sont obtenus en retranchant la moyenne conditionnelle des observations. Les 

paramètres du modèle GARCH sont estimés par maximum de vraisemblance (MLE – 
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Maximum Likelihood Estimator). Nous construisons la fonction de maximum de 

vraisemblance, pour un échantillon de taille T:  

)()(
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)( −−−= tttt hhl εθ  où wzh th '=   

avec ),...,,,...,1(' 1
22

1 pttqttt hhz −−−−= εε  et ),...,,,...,,( 110 pqw ββααα=  

qu’il convient ensuite de différencier par rapport à w (le vecteur de paramètres). On obtient 

par procédés algorithmiques les composantes de w.  

La facilité (dans le cas univarié) et la rapidité de calcul en font un modèle souvent utilisé en 

pratique, d’autant que le modèle GARCH permet une bonne modélisation des rendements 

journaliers des marchés d’actions (Akgiray, 1989). Ackert et Racine (1997) évoquent, comme 

cause à cette dépendance temporelle dans la variance, le processus d’arrivée de l’information 

auprès des agents économiques et leurs réactions.  

Ce modèle repose néanmoins sur les hypothèses suivantes, parfois peu réalistes :  

� la normalité des innovations ; 

� la dépendance temporelle de la variance au carré des innovations et de la variance des 

périodes précédentes.  

D’autres modèles ont cherché à améliorer cette modélisation de la variance. Morgan (1995) a 

développé la méthode RiskMetricTM utilisant le modèle EWMA (Exponential Weighted 

Moving Average) où : 

 2
11 )1( −− −+= ttt hh ελλ .  

Taylor (1986), Higgins et Bera (1992) et Ding et al. (1993) ont proposé deux variantes du 

modèle GARCH couramment citées: les modèles EGARCH (Exponential GARCH) et 

PGARCH (Power Garch). Ils différent principalement du modèle GARCH par le fait qu’ils 

supposent une relation différente entre les innovations et les variances des périodes passées. Il 

nous semble intéressant de brièvement introduire le modèle EGARCH, lui-aussi souvent 

utilisé.   
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4.1.1 Modèle EGARCH (Exponential GARCH) 
 

Ce modèle prend en compte l’asymétrie de l’impact des innovations sur la variance. La réalité 

empirique suggère en effet que les informations négatives entraînent une réaction plus forte de 

la part des agents économiques. La persistance des variations causées par ce type 

d’information est par conséquent plus longue. Pederzoli (2006) remplace l’équation 

d’équilibre (2) par:  

tε ~ ),0( thN  

11111
0 )ln()ln(

−

−

=
−

−

−

=
−−

=
− ∑∑∑ +++=

t

it
q

i
it

t

it
q

i
itit

p

i
itt hh

hh
εωεαβα  

Le paramètre ϖ permet de décrire le degré d’asymétrie du modèle. L’utilisation de la fonction 

logarithmique assure une variance conditionnelle positive. L’influence des chocs aléatoires 

sur la variance sera plus ou moins grande en fonction du signe du choc. L’introduction d’un 

tel effet permet de mieux prendre en compte l’impact des informations défavorables sur la 

volatilité (Curto et al., 2009). 

 

4.2 Performances et améliorations 
 

D’autres effets stylisés sont parfois ajoutés, comme une dépendance asymétrique spécifique, 

pour modéliser l’influence des effets de leviers dans les rendements des actions. Diverses 

études (Hansen et Lunde, 2005 ; Curto et al., 2009) ont cependant montré que le GARCH 

(1,1) donnait généralement de meilleurs résultats que la plupart des variantes de ce modèle. 

Ané (2005) montre aussi que le PGARCH n’améliore pas significativement les prévisions par 

rapport à un modèle GARCH. Ces résultats doivent néanmoins être relativisés par rapport aux 

types de données traitées (taux de change, cours d’action, index plus ou moins liquides) : il 

n’y a pas un seul type de données existant dans la nature pour lequel un modèle conviendrait 

parfaitement. Au contraire, les phénomènes étudiés sont parfois fort différents les uns des 

autres et aucune étude n’a pu en détailler l’entièreté et les relier à un modèle précis.  

Une manière d’améliorer ces modèles serait donc bien de jouer sur la forme de la distribution 

des innovations du modèle, puisque les données nous suggèrent que la distribution de 
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probabilité des rendements a une forme différente de celle de la loi normale. En utilisant des 

distributions possédant des queues plus épaisses, nous pouvons mieux estimer les valeurs des 

queues de la distribution. Les hypothèses du modèle seront alors d’avantages conformes avec 

la réalité empirique. Nous pouvons par exemple remplacer la distribution normale par la 

distribution de Student :  

2/12/
2

)1(
1

)2(
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+Γ= ν

ν ννπν
ν x

xf , ℜ∈x  

Cette distribution est souvent utilisée pour sa capacité à capter l’excès de kurtosis des 

distributions. Dans le cas du modèle EGARCH, Hansen et Lunde (2005) montrent 

effectivement que son utilisation augmente significativement les performances du modèle.  

Une autre distribution intéressante est la Generalized Error Distribution (GED), appelée aussi 

exponential power distribution, pour laquelle nous nous référons aux travaux de Nelson 

(1991). Analytiquement, elle est décrite par :  
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2
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 , ∞<<∞− u , 0>δ  

Christoffersen et al. (2010) ont montré que la modélisation des rendements journaliers 

d’actions, à l’aide de modèles utilisant la distribution GED à la place de la loi normale, 

permet des prévisions beaucoup plus précises. 

Finalement, nous évoquons une dernière distribution: la distribution de Laplace. Celle-ci n’est 

pas communément utilisée pour modéliser les rendements d’actions mais Lizieri et Ward 

(2001) ont noté qu’elle peut se révéler efficace pour modéliser les rendements des indices 

boursiers.  

La distribution de Pareto peut également être intégrée dans un modèle PGARCH, sans pour 

autant apporter des améliorations significatives (Ané, 2005). Ces distributions stables, 

introduites par Mandelbrot (1963), tout comme les autres distributions évoquées peuvent aussi 

être utilisées dans des modèles inconditionnels de modélisation des données financières. 
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4.3 Approches alternatives 
 

Comme nous l’avons évoqué ci-dessus, ces modèles ne reflètent pas toujours suffisamment le 

caractère leptokurtique des données. D’autres modèles conditionnels, utilisant différentes 

distributions et structures, ont été développés. Par exemple, Taylor (1986) a proposé le 

Stochastic volatility model (SV), décrit par l’équation suivante :  

tε ~ ),0( thN où )2/exp( tt uh =  

tittt huu ηφγ η++= −−∑ 1 , où tη ~ )1,0(N  et sont IID.  

Ce modèle, dont les paramètres sont bien plus compliqués à estimer que ceux d’un GARCH 

classique, est théoriquement plus approprié pour modéliser le comportement des rendements 

des marchés financiers (Pederzoli, 2006). La différence majeure avec le modèle GARCH 

réside dans une volatilité modélisée par un processus stochastique alors que la variance d’un 

modèle GARCH est purement déterministe (Brooks, 2008). Le processus stochastique peut 

être conceptuellement relié avec l’arrivée aléatoire d’informations sur le marché. Néanmoins, 

Bluhm et Yu (2001) ont montré qu’il n’était pas plus performant que le modèle GARCH dans 

le calcul du VAR mais qu’il donnait de meilleurs résultats dans l’estimation du prix d’une 

option.  

Bingham et Kiesel (2001) notent pour leur part que les distributions hyperboliques générales 

(gen. hyperbolic), introduites par Barndorff-Nielsen (1978) fournissent un modèle efficace 

pour représenter les rendements financiers pour des intervalles de l’ordre du jour, tandis que 

Rachev et Mittnik (2000) ont montré que le comportement des queues de la distribution des 

rendements pour des intervalles de l’ordre de la minute peut être modélisé avec une loi de 

Pareto (fonction de puissance). Puisque les régulateurs utilisent les valeurs des VAR avec un 

intervalle d’un jour, l’utilisation d’une fonction de type gen. hyperbolic dans un modèle laisse 

penser, intuitivement, qu’elle permettrait une modélisation plus efficace et un calcul plus 

pertinent du VAR.  La distribution gen. hyperbolic se définit comme suit, pour X une variable 

aléatoire (Broda et Paolella, 2009) :  

X ~ ),,,,( µσρωλGhyp  

ℜ∈λ , 0>ω , 11 <<− ρ , ℜ∈µ , 0>σ  
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µ−≡ x
z , 2/1²)1( −−= ρωα , ²1 zy +≡  et )(xKν  est la fonction de Bessel modifiée du 

troisième type, définie par :  
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L’interprétation des paramètres est la suivante : µ  et σ  sont respectivement les paramètres 

de localisation et de dispersion (moyenne et variance), ω contrôle l’épaisseur des queues 

(kurtosis) et ρ détermine la dissymétrie de la distribution (skewness). Les cinq paramètres de 

cette fonction permettent de tenir compte d’effets stylisés. 

La fonction gen. hyperbolic regroupe un très grand nombre de fonctions bien connues, 

notamment la fonction de Student, la fonction de Laplace, la fonction hyperbolique et la 

fonction normal inverse Gaussian (NIG). Pour les cas particuliers où 1=λ  et 2/1−=λ , 

nous obtenons respectivement les lois hyperboliques et NIG.  

Par ailleurs, Kuester (2006) a montré que les classes de fonctions utilisant quatre paramètres 

sont les plus performantes pour modéliser le comportement des rendements financiers, tandis 

que Cont (2001) conclut que pour modéliser correctement la distribution empirique des 

rendements d’un actif financier, une distribution paramétrique doit au moins posséder quatre 

paramètres. Dans cette continuité, Bauer (2000) ainsi que Sadefo-Kamdem (2007) ont 

proposé de modéliser certains portefeuilles de titres suivant une loi hyperbolique générale 

multivariée. Sur base de ces travaux, Broda et Paolella (2009) ont intégré la fonction 

hyperbolique générale dans le modèle GO-GARCH (pour generalized orthogonal GARCH). 

Necula (2009), Eberlein et Keller (1995) et Schoutens (2003) entre autres ont modélisé avec 

succès le fonctionnement des marchés financiers en utilisant des processus stochastiques 

basés sur la fonction gen. hyperbolic.  

L’utilisation de cette fonction semble une solution destinée à fournir des prévisions plus 

précises qu’avec d’autres méthodes, notamment au regard des travaux de Hermsen (2010) qui 

montrent clairement que les modèles possédant de pauvres capacités prédictives sont ceux qui 

n’intègrent pas des distributions de probabilités plus réalistes.  
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4.4 Modélisation de la leptokurticité : l’Extreme V alue Theory 
(EVT) 
 

Une autre méthode qui peut être utilisée pour tenir compte de la leptokurticité des séries 

temporelles, et particulièrement dans le calcul des événements extrêmes, est l’Extreme Value 

Theory (EVT). Nous nous référons à Embrechts et al. (1997), McNeill (1999) et Jorion (2006) 

pour les développements qui suivent. 

Pour une variable aléatoire continueX , suivant une distribution de probabilitég , l’EVT 

postule que au-delà d’une certaine valeur u , la distribution de la variable aléatoire, quelle que 

soit la forme de g , suit une fonction f  telle que )(XF ~ GED( ),δu  ou GPD (pour 

Generalized Pareto Distribution). La fonction de répartition de X , passé le point u , 

converge en loi vers une famille de fonction bien déterminée. Pour X prenant des valeurs dans 

l’intervalle[ ]+∞∞− ; , cela revient à écrire :  

[ ]




≥
∞−∈

=
uXXf

uXXg
XH

),(

;),(
)(  

La fonction de répartition de X au-delà de u est alors donnée par :  

ξξ 1)1(1)( −+−= yyF  pour 0≠ξ  

)exp(1)( yyF −−=  pour 0=ξ  

Avec β/)( uxy −=  où β  est un paramètre d’échelle non-négatif. ξ  est le paramètre qui 

détermine la vitesse à laquelle les queues disparaissent. β  et ξ  sont estimés par maximum de 

vraisemblance. Les estimations courantes de ξ pour des données relatives à des marchés 

boursiers se situent entre 0.2 et 0.4 (Jorion, 2006). 

En égalisant F(y) à c, nous pouvons obtenir le quantile d’ordre c et donc le VAR au niveau de 

confiance 1-c. En solutionnant par rapport à x, nous obtenons l’estimation suivante du VAR : 

( )( )[ ]{ }11 −−+= −ξ

ξ
β

cNNuVAR u  où N et uN sont respectivement le nombre total 

d’observations et le nombre d’observations contenu dans les queues.  

Le principal argument en faveur de cette méthode est qu’elle se focalise uniquement sur les 

extrémités de la distribution. Elle est donc immunisée contre un biais provenant de la masse 

des observations plus proche du centre de la distribution. Elle permet, pour des niveaux de 
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confiance élevés (supérieur à 99%), de calculer une probabilité plus adéquate de l’occurrence 

d’événements rares. En effet, pour des intervalles de confiance de l’ordre de 95%, les 

méthodes classiques supposant la normalité peuvent se révéler suffisantes, tandis que pour des 

niveaux de confiance plus élevés, la normalité entraîne systématiquement une sous-estimation 

de la probabilité de ces événements. De plus, les mesures classiques du VAR sont des 

mesures du risque dans les conditions normales de fonctionnement du marché. Si ces 

conditions sont remplies, les méthodes classiques fournissent des résultats corrects. Mais 

lorsqu’elle n’est pas remplie, ces méthodes deviennent inefficaces. L’EVT peut utilement 

rentrer en jeu et fournir de meilleures estimations. 

Cependant, l’EVT possède certaines faiblesses. Notamment, l’estimation des quantiles est 

fortement dépendante des hypothèses faites sur la distribution des queues (Generalized Pareto 

Distribution, Generalized Error Distribution, etc.) et sur le choix du seuil u. Le manque 

d’observations historiques rend difficile cet exercice. En dernier lieu, nous citerons aussi la 

complexité des calculs, qui augmente sensiblement par rapport aux modèles précédemment 

exposés. 

 

4.5 Le problème multivarié 
 

Un autre problème posé par le choix d’une distribution dans l’approche paramétrique, et sur 

lequel nous ne nous sommes pas encore penchés, est l’estimation de la densité de probabilité 

jointe d’un portefeuille de titres. Dans le cadre de deux variables aléatoires suivant une loi 

normale, l’absence de corrélation permet de dériver immédiatement la distribution jointe. Une 

fois les variables décorrélées, la distribution jointe peut être obtenue par simple produit des 

distributions marginales. Dans le cas d’une distribution unique, si l’on suppose une 

distribution autre que la distribution normale, le problème posé par cette utilisation alternative 

est limité aux méthodes d’évaluation des paramètres de la fonction. Par contre, lors du 

passage à N dimensions, la complexité augmente fortement puisqu’il n’est plus possible 

d’estimer aussi facilement la distribution jointe du portefeuille.  

Une solution est l’utilisation de la méthode dite des composantes indépendantes (ICA – 

Independent Component Analysis). Hyvärinen et Oja (2000)  ainsi que Chen et al. (2007), 

décrivent en détail cette méthode. Celle-ci permet, à partir des seules données historiques des 

différentes variables aléatoires, de décomposer chacun des éléments du portefeuille en une 
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somme de composantes indépendantes. Une fois cette opération effectuée, la distribution 

jointe peut être estimée par simple produit des distributions marginales des composantes 

indépendantes. Cette méthode possède aussi l’attrait que les innovations (les perturbations 

aléatoires) des composantes indépendantes identifiées doivent posséder une distribution de 

probabilité qui diffère de la loi normale, hypothèse qui se révèle consistante avec les résultats 

des différentes études empiriques. Cette méthode est aussi utilisée par Broda et Paolella 

(2009) dans le modèle GO-GARCH, variante du modèle GARCH expliquée au début de ce 

chapitre. 

La méthode de l’analyse en composantes indépendantes prend ses racines dans les problèmes 

de traitement du signal, en particulier dans l’identification des sources (BSS - Blind Source 

Separation). Publiée dans la littérature pour la première fois au milieu des années 80, ce n’est 

qu’à partir de la fin des années 90 qu’elle se diffuse au sein de la communauté scientifique. 

Elle est principalement utilisée pour la recherche de facteurs explicatifs et est intiment liée au 

concept d’analyse en composantes principales (PCA – Principal Component Analysis).  

Mathématiquement, le modèle s’écrit comme suit :  

)()()( 2/1 tttx xx εΣ=  

où les )(tx  sont les facteurs de risque du portefeuille et xΣ  la matrice des covariances. On 

décompose ces )(tx  en une sommes de composantes indépendantes )(tyi  

)()( tAytx =  

En notation algébrique :  
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Pour A inversible et en définissant WA =−1 :  

)()( tWxty =  

Il suit que :  
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)()()()()()( 2/112/111 ttDWttWtyWtx yyyy εε −−− =Σ==  où )(2/1 tDy  est une matrice diagonale, 

égale à la matrice des covariances des )(ty  par la propriété d’indépendance : 0, =jiρ  pour 

ji ≠∀ . 

Pour s’assurer que chacun des ICs (pour Independent Component) ait une variance unitaire et 

faciliter la résolution, on utilise la transformation de Mahalanobis : 

)()(
~

)(~ 2/1 txttx x
−Σ= d’où : )(~~

)(~ txWty =  

avec xΣ~  l’estimateur de la matrice des covariances.  

Pour résoudre ce système, il faut pouvoir estimer la matrice W, inversible. C’est là un des 

éléments clés de l’analyse en composantes indépendantes : pour estimer W, les composantes 

indépendantes ne doivent pas être distribuées selon une gaussienne, sinon nous ne 

posséderions aucune information sur la direction des colonnes de W (Chen et al., 2010).  

D’après Hyvärinen et Oja (2000), pour trouver les composantes les plus indépendantes 

possibles, il nous faut maximiser la non-normalité de ces composantes et donc utiliser une 

mesure de la non-gaussianité. Ils recommandent d’utiliser le concept de négentropie. Celui-ci 

est relié au concept d’entropie. En théorie de l’information, l’entropie d’une variable aléatoire 

peut être interprétée comme le degré d’informations contenues dans la variable. Plus cette 

variable est aléatoire (c’est-à-dire plus le comportement de la variable est imprévisible), plus 

sont entropie est grande. Pour une variable aléatoire discrète, les mêmes auteurs montrent que 

l’entropie H équivaut à : 

)(log)()( i
i

i aYPaYPYH ==−= ∑  où les ia  sont les valeurs possibles de Y. Pour les variables 

aléatoires continues, on parle d’entropie différentielle et il suffit d’intégrer la distribution de 

probabilité )(yf  selon la formule précédente : 

∫−= dyyyfyH )log()()(  

Il ressort de la théorie de l’information que les variables gaussiennes possèdent la plus grande 

entropie parmi toutes les variables : leur comportement est le moins structuré de toutes les 

distributions. Nous pouvons utiliser comme mesure de la non-gaussianité l’expression 

suivante, appelée négentropie :  

)()()( yHyHyJ gaus −=  
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La solution à notre problème est obtenue en trouvant les composantes de W qui permettent 

d’obtenir le maximum de cette expression. Ensuite, il faut estimer la variance des ICs (par 

exemple à l’aide de la méthode DCC ou la local exponential smoothing technique, méthode 

non-paramétrique) pour caractériser leurs distributions. Pour faciliter la résolution, nous 

faisons une hypothèse sur la forme de la distribution des ICs. Par exemple, elle peut être de 

type NIG, décrite dans la section précédente. Une fois que nous obtenons les variances des 

ICs, nous obtenons automatiquement )(tyΣ , puisque, par la propriété d’indépendance, la 

covariance entre chacun des ICs est nulle. Nous possédons maintenant tous les éléments de 

notre système, lequel est transformé en combinaisons linéaires d’éléments indépendants. Il ne 

nous reste plus qu’à estimer la distribution jointe de )(tx , à l’aide de la transformation inverse 

de Fourrier, qui va reconstruire l’ensemble du signal (les )(tx ) à partir des différentes sources, 

c’est-à-dire les composantes indépendantes du vecteur )(ty ). Finalement, nous estimons le 

quantile de la distribution jointe pour un niveau de confiance et un horizon donné, qui nous 

donne le VAR recherché. Pour plus de détails sur cette méthode, nous nous référons au livre 

de Hyvärinen et Oja (2001). 

 

4.6 Proposition d’amélioration : la fonction sinh-a rcsinh 
 

La réalité empirique nous a suggéré plusieurs pistes, confortées par les pratiques dans le 

secteur bancaire et notre relevé de la littérature:  

� travailler avec des modèles utilisant la dépendance temporelle, aussi bien au 

niveau de la moyenne conditionnelle que de la variance ; comme nous l’avons 

soulevé dans la première partie, nous retenons l’hypothèse de dépendance 

temporelle de la variance au cours du temps, pour modéliser son évolution en 

clusters ; 

� remplacer la loi normale par des distributions possédant une forme plus proche de 

la réalité empirique ; nous avons en effet relevé que d’autres distributions, de type 

elliptique, modélisent mieux le caractère leptokurtique de la distribution des 

rendements, comme la loi de Student, la distribution GED ou la distribution gen. 

hyperbolic. 
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De plus, Hermsen (2010) a montré que l’effet d’une modification de la distribution des 

innovations dans les modèles GARCH avait plus d’importance pour la précision des 

prévisions que la modification de la structure de la dépendance temporelle. Cette observation 

nous suggère donc qu’il serait d’autant plus intéressant d’étudier la modification de 

l’hypothèse faite sur la distribution de ces innovations. A cette constatation s’ajoutent celles 

de Cont (2001) et de Kuester (2006) : les fonctions comportant quatre paramètres sont les plus 

performantes pour approximer la distribution de probabilité des rendements financiers. Parmi 

toutes les fonctions qui ont été introduites au chapitre précédent, la distribution gen. 

hyperbolic semble être celle qui a les fondements théoriques les mieux établis pour une 

modélisation pertinente et efficace. Eberlein et Keller (1995), Schoutens (2003) et Necula 

(2009) ont en partie confirmé cette impression. Les travaux de Broda et Paolella (2009), ainsi 

que Chen et al. (2010) ont également apporté des éléments soutenant cette idée.  

A partir des arguments repris ci-dessus, nous proposons d’introduire une nouvelle classe de 

fonctions, d’un type proche mais encore inexploité dans l’étude des données financières et 

possédant des attributs intéressant pour poursuivre le processus d’amélioration de la 

modélisation : les fonctions sinh-arcsinh. Celles-ci ont montré récemment (Jones et Pewsey, 

2009) leurs aptitudes à facilement refléter les caractères leptokurtiques et dissymétriques dans 

divers types de problèmes non-financiers (en physique et en météorologie, par exemple) mais 

n’ont jamais été utilisées dans une étude de séries temporelles en finance (Jones et Pewsey, 

2009). La littérature au sujet des fonctions sinh-arcsinh reste réduite étant donné le caractère 

récent des publications traitant de ce sujet. La majeure partie de nos informations provient de 

l’article fondateur de Jones et Pewsey (2009).  

La plupart des distributions évoquées (gen. hyperbolic, de Student, GED) recouvrent la loi 

normale, laquelle en est souvent un cas limite particulier. La construction de la fonction sinh-

arcsinh adopte une approche équivalente : la loi normale possède une place centrale dans sa 

construction.  

Jones et Pewsey (2009) décrivent les fonctions sinh-arcsinh comme «  un amalgame de la 

distribution Su de Johnson et de la distribution sinh-normale. La distribution sinh-arcsinh 

peut être vue comme une généralisation de la distribution de Johnson où la transformation 

sinh est appliquée non pas sur la distribution normale, mais sur la distribution sinh-

normale ».  

Pour plus de détails sur la distribution de Johnson, nous nous référons à Law et Kelton (2000).  
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La densité de probabilité d’une variable aléatoire suivant une loi de type sinh-arsinh s’obtient 

comme suit :  

Soit une fonction )(,,, xf δεηξ , la densité de probabilité d’une variable aléatoire x. Nous prenons 

le cas où est x est normé et centré (ξ et η , respectivement la moyenne et l’écart-type, sont 

simplifiés dans f en retranchant ξ et en divisant par η ).  

Nous définissons (.),δεf  en appliquant la transformation suivante, pour Z et δε ,X  des 

variables aléatoires : 

( )εδ δεδεδε −== − )(sinhsinh)( ,
1

,, XXSZ  

Il suit alors que pour une variable aléatoire x suivant une distribution sinh-arsinh, la densité de 

probabilité )(, xf δε (figure 6) est donnée par :  

{ } { }2/)(exp)(²)1(2)( 2
,,

2/1
, xSxCxxf δεδεδε δπ −+= − , 

Où { } { } 2/12
,

1
, )(1)(sinhcosh)( xSxxC δεδε εδ +=−= −  

Le paramètre ε détermine le degré de dissymétrie (l’équivalent de ρ  pour la fonction gen. 

hyperbolic), qui augmente quand ε augmente. L’épaisseur des queues est régie par 

δ (l’équivalent de ϖ  pour la fonction gen. hyperbolic). Quand δ augmente, le poids des 

queues diminue, si δ <1, la fonction présente des queues plus épaisses que la distribution 

normale. Pour des paramètres δ et ε respectivement égaux à 1 et 0, )()(1,0 xxf Φ= , c’est-à-

dire qu’elle est équivalente à la loi normale.  

La fonction de répartition (figure 7) associée à cette densité de probabilité est donnée par la 

simple relation :  

{ })(,, xSF δεδε Φ=  où Φ  est la fonction de répartition de la distribution normale de moyenne 0 

et de variance 1.  

Le quantile d’ordre u est obtenu par :  

{ })()( 1
/1,/, uSuQ −

− Φ= δδεδε  pour 10 << u . 

Une autre propriété intéressante de cette fonction est l’existence de tous les moments d’ordre 

k, propriété particulièrement utile pour les quatre premiers moments et qui autorise le calcul 

des paramètres de forme et de dispersion que sont moyenne, variance, dissymétrie et kurtosis.  
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Cette classe de fonctions est une généralisation des fonctions hyperboliques généralisées et 

englobe la plupart des classes de fonctions citées précédemment. Il en va de même pour la loi 

normale et la loi de Student. 

Les paramètres sont estimés en maximisant la fonction de vraisemblance. A partir d’un 

échantillon, ceux-ci sont obtenus en maximisant la probabilité jointe d’obtenir l’échantillon. 

Nous supposons les observations IID, ce qui permet d’obtenir la probabilité jointe par simple 

produit des probabilités marginales. Il ne reste plus qu’à dériver cette fonction par rapport à 

chacun des paramètres et d’égaler les résultats à 0. Cependant, dans le cas des fonctions sinh-

arcsinh, trouver une solution analytique à ce système se révèle extrêmement compliqué. Jones 

et Pewsey (2009) recommandent donc d’utiliser l’algorithme du simplex de Nelder et Mead 

(1965) pour déterminer les paramètres les plus adéquats. 

En conclusion, au regard des éléments exposés précédemment, nous pensons que l’utilisation 

de la fonction sinh-arcsinh dans des modèles permettant de prédire les valeurs du VAR 

devrait apporter une amélioration significative de la qualité de ces prévisions. Nous allons 

tenter, dans le chapitre suivant, d’apporter un faisceau de preuves par une étude empirique.  

 

 

Figure 6 – fonction de densité de probabilité de type sinh-arcsinh, avec les  paramètres  

mu=0, sigma=1, nu=1 et tau=2 (voir sites web consultés, p. 100).  
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Figure 7 – fonction de répartition pour une densité de probabilité sinh-arsinh , avec les 

paramètres  mu=0, sigma=1, nu=1 et tau=2 (voir sites web consultés, p. 100).  
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5. Etude empirique 

5.1 Méthodologie 
 

Notre hypothèse est la suivante : l’utilisation de fonctions sinh-arcsinh permettrait de mieux 

modéliser le comportement des variables financières, et d’améliorer la qualité des prévisions 

des modèles de VAR. Pour tester cette hypothèse, nous procédons en deux temps : nous 

testons d’abord la qualité de l’ajustement de la fonction pour trois séries de données 

financières en utilisant trois modèles différents de variance. Ensuite, nous comparons les 

prévisions du VAR basés sur différents types de variances conditionnelles et différentes 

distributions de probabilités des innovations. 

 

5.1.1 Sélection des données 
 

Nous avons sélectionné les indices Dow Jones Average Composite (DJA), DAX et NIKKEI 

225, d’une part parce que ces données sont facilement accessibles, et d’autre par parce que la 

très grande majorité des études que nous avons consultées utilisent de telles données comme 

input et que l’utilisation de données similaires simplifie les comparaisons. Ces trois indices 

reflètent également des niveaux de liquidité différents : le NIKKEI 225 est très liquide tandis 

que le DAX et le DJA le sont moins. Ces indices boursiers possèdent aussi des propriétés qui 

nous intéressent : une distribution des rendements avec des queues plus épaisses que celles de 

la loi normale ainsi que la présence d’un phénomène d’hétéroscédasticité. 

 

5.1.2 Analyse exploratoire 
 

Nous commençons notre étude par une analyse exploratoire de nos données, d’un point de vue 

statique pour confirmer le caractère non-gaussien des données et d’un point de vue 

dynamique, afin de vérifier la présence d’un phénomène d’hétéroscédasticité. Ensuite, nous 

cherchons à ajuster une distribution log-normale  sur les valeurs des indices puis nous nous 

concentrons sur la différence de premier ordre : le rendement. Enfin, nous testons l’hypothèse 

de normalité sur ces données à l’aide du test de Jarque et Bera (1980). Ce test, communément 

utilisé, est particulièrement puissant pour les distributions symétriques qui possèdent des 
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queues épaisses (Thadewald et Büning, 2007). Nos données semblent posséder ces 

caractéristiques et ce test est donc tout indiqué pour notre leur étude. 

Cette étape nous permet aussi de repérer les possibles dépendances temporelles dans nos 

observations. Nous supposons, en effet, que :  

)()()( tzttx += µ  

avec )(tµ  la moyenne conditionnelle de )(tx  ; )(tµ peut suivre un modèle ARIMA (Box et 

Jenkins, 1970). Nous utilisons le programme JMULTI (Lütkepohl et Krützig, 2004) afin 

d’identifier la présence d’auto-corrélation significative et pour optimiser les paramètres du 

processus ARIMA. Nous utilisons la différenciation et le retrait de terme saisonniers pour 

neutraliser l’effet de la moyenne conditionnelle de nos séries temporelles. En retirant les 

termes autorégressifs et de moyenne mobile identifiés, nous obtenons les seuls résidus. Ces 

opérations fondamentales font référence à la méthode proposée par Anderson (1976 et 

Alexander (2001). 

Une fois ces opérations effectuées, nous obtenons :  

)()()( tzttx =− µ  

)()()( tttz εσ=  où )(tε ~ (.)f et est IID. 

Une fois les )(tz obtenus, nous examinons les corrélogrammes pour vérifier l’absence de 

dépendance temporelle entre les résidus.  

 

5.1.3 Estimation de la variance 
 

Nous devons maintenant estimer la variance conditionnelle pour normaliser les résidus et pour 

pouvoir inférer les paramètres de différentes fonctions qui pourraient modéliser le processus 

stochastique sous-jacent. Deux solutions s’offrent à nous, comme proposé par Chen et al. 

(2007) : l’utilisation d’un modèle de type GARCH, dont les fondements ont été expliqués au 

chapitre III, ou une méthode non-paramétrique. Le modèle GARCH suppose que les 

innovations ont une certaine distribution de probabilité, au contraire de la méthode non-

paramétrique. Utiliser une méthode non-paramétrique permettrait de ne pas contaminer nos 

observations par une méthode basée sur une hypothèse fausse. Nadaraya (1964) et Watson 

(1964) ont développé la régression Kernel dite de Nadaraya-Watson, qui consiste à calculer 



 49 

une moyenne pondérée sur un intervalle, en utilisant un Kernel comme fonction de 

pondération. Le principe du Kernel est aussi appelé, en économétrie, méthode Parzen-

Rosenblatt window (Parzen, 1956). L’estimateur )(ˆ xf de )(xf est donné par :  

∑

∑ −
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i
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i
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YXxK
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)(
)(ˆ dans un intervalle h, pour les observations ni ,...,1=  

Nous estimons la variance pour toutes les observations de notre échantillon en utilisant la 

même méthode. )(2 xσ est estimé par :  

∑
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Dans le modèle GARCH(1,1), nous faisons l’hypothèse que la moyenne de la variance est 

constante et nulle au cours du temps. Si cette hypothèse est respectée, nous pouvons retenir la 

même hypothèse dans le modèle non-paramétrique pour simplifier l’expression et  )(2 xσ est 

alors estimé par :  
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2σ . Nous effectuons un test de moyenne nulle (H0 : 0=µ ) sur la 

moyenne inconditionnelle des données pour vérifier la réalité de cette hypothèse. Ce test est 

effectué sur la moyenne inconditionnelle puisque, au cours de l’analyse exploratoire, nous 

avons retiré la moyenne conditionnelle de chaque donnée. Seule la moyenne inconditionnelle 

persiste. 

Pour fixer h, nous utilisons une procédure d’optimisation automatique implémentée dans 

MatLab. La fonction s’intitule kde.m (détails en annexe A. 6.1). Elle estime de manière non-

paramétrique la densité de probabilité de la série temporelle en optimisant le bandwidth selon 

Botev et al. (2010). Nous faisons l’hypothèse simplificatrice que ce bandwidth est également 

le bandwidth optimal dans notre estimation de la variance, en considérant que celui-ci est la 

largeur optimale de l’intervalle de calcul, pour les observations élevées au carré. Nous 

sommes conscients que cette méthode est loin d’être parfaite mais elle nous permet de 

rapidement estimer les variances puisque nous ne disposons pas d’une procédure 
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d’optimisation du h. Le risque en adoptant cette méthode est que, si nous prenons un h trop 

petit, les variances estimées seront très volatiles, tandis que si h est trop grand, les estimations 

seront trop influencées par des valeurs éloignées. Il nous faudra tester différentes valeurs de h 

pour minimiser cet effet.  

Les iX  sont les indices de temps, que nous recentrons sur l’intervalle [0,1]. Pour un 

échantillon de n  observations, 
n

i
Xi = . Ces valeurs sont insérées dans la formule de la 

variance.  

Pour éviter le problème de l’estimation aux extrémités de nos échantillons à ce stade-ci, nous 

utilisons les premières et dernières valeurs concernées (soit tous les x  ne possédant pas 

suffisamment d’observations dans l’intervalle ],[ hxhx +− ) comme  valeurs d’apprentissage 

et nous n’estimons pas leur variance. Elles sont retirées de l’échantillon initial. Cela ne pose 

pas de problèmes majeurs étant donné la proportion d’observations retirées (0,3% au 

maximum) et le but recherché (vérifier la qualité d’un ajustement), qui n’est pas du tout 

entravé. Il est à noter qu’une telle méthode non-paramétrique ne possède que de pauvres 

capacités prédictives mais l’ajustement réalisé à partir de toute l’information disponible est  

généralement meilleur qu’avec une paramétrique. 

Finalement, nous estimons aussi la variance conditionnelle des séries temporelles à l’aide des 

modèles GARCH(1,1) et T-GARCH (1,1), pour construire deux autres ensembles de données. 

Les paramètres sont estimés en utilisant les fonctions garchpq.m et fattailled-garch.m de 

MatLab (Sheppard, 2001). Les prévisions avec une telle méthode sont d’une qualité largement 

supérieure à celle des prévisions réalisées à partir de méthodes non-paramétriques. 

Ces estimations de la variance nous permettent de normaliser les résidus des modèles ARIMA 

estimés, de manière à pouvoir étudier la distribution des innovations. Il est cependant 

important de noter que la distribution des résidus obtenus varie selon la méthode d’estimation 

de la variance. En effet, hétéroscédasticité et leptokurticité sont intimement liées. 

L’hétéroscédasticité génère de la leptokurticité sans pour autant qu’il soit possible de 

quantifier l’intensité de cette relation. La méthode non-paramétrique, puisqu’elle fournit une 

estimation plus sensible et plus variable de la variance avec un bandwidth petit, captera 

beaucoup plus d’hétéroscédasticité et donc de leptokurticité dans l’estimation de la variance. 

La leptokurticité des résidus en sera fortement diminuée et il sera moins nécessaire d’utiliser 

des fonctions capables de capter l’importance des queues de la distribution. Si le bandwidth 
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augmente, par contre, ou si l’on utilise un modèle GARCH, la variance estimée sera moins 

variable et la leptokurticité des innovations en sera moins diminuée. Dans ce cas, l’utilisation 

d’une fonction qui modélise particulièrement bien les queues épaisses sera nécessaire pour 

réaliser un bon ajustement de la distribution des résidus. En augmentant progressivement la 

leptokurticité des séries temporelles, nous renforçons les effets stylisés que les fonctions sinh-

arcsinh savent prendre en compte.  

 

5.1.4 Tests d’ajustements 
 

Une fois ces opérations effectuées, nous testons visuellement et numériquement la qualité 

d’ajustement des différentes distributions traditionnellement utilisées dans les modèles 

financiers, ainsi que notre nouvelle classe de fonctions. Nous utilisons le logiciel MatLab qui 

possède des fonctions de routine pour ajuster des densités de probabilité courantes. Pour les 

fonctions à quatre paramètres et plus, comme la fonction gen. hyperbolic, l’implémentation de 

nouvelles fonctions doit être réalisée puisqu’il n’existe pas de fonctions préprogrammées. 

L’optimisation du maximum de vraisemblance sur les 5 paramètres λ  , ω , ρ ,σ et µ  se 

révèle très difficile à réaliser simultanément. Nous prenons donc le parti de fixer λ , puis 

d’optimiser les autres paramètres. Nous prenons des valeurs de λ  dans des intervalles autour 

de valeurs empiriques calculées dans différentes études qui ont réalisé un tel ajustement, en 

particulier Necula (2009). Il est en effet important de choisir de bonnes valeurs initiales lors 

d’optimisation par maximum de vraisemblance, pour éviter le piège du maximum local 

(Brooks, 2008). A cet effet, nous modifions les fonctions hypest.m, hyploglike.m et hyppdf.m 

dans MatLab (Wisiorek et Weron, 2006). Ces fonctions se basent sur les travaux de Weron 

(2004 et 2007) et sont détaillées en annexe (annexe A. 6.1) 

Pour estimer les paramètres de la fonction sinh-arcsinh, nous utilisons un script en 

FORTRAN développé par Jones et Pewsey (2009), basé sur l’algorithme du simplex de 

Nelder et Mead (1965) ; le code du programme se trouve en annexe (annexe A. 6.2).  

Nous testons l’ajustement des fonctions :  

� normale ; 

� de Student ; 

� GED ; 
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� gen. hyperbolic ; 

� sinh-arcsinh. 

Pour comparer ces ajustements, nous utilisons plusieurs types de graphiques :  

� un graphique superposant les différentes densités de probabilité estimées à 

l’histogramme des données historiques; 

� un graphique du logarithme de la densité de probabilité qui nous permet de voir si 

les queues des fonctions ajustées décroissent à la même vitesse que la distribution 

empirique ; 

� enfin, les QQ-plots relatifs aux fonctions qui nous semblent les plus intéressantes 

pour approfondir l’examen de la qualité de leur ajustement. 

Pour une évaluation numérique des différents ajustements et la sélection des paramètres 

optimaux, nous utilisons le critère d’information d’Akaike (Akaike Information Criteria – 

AIC, Akaike, 1974), basé sur la valeur du maximum de vraisemblance. Il se calcule comme 

suit :  

)(
1

∏
=

=
n

i
ixfL où )( ixf est la probabilité d’obtenir ixX = , pour une fonction de densité de 

probabilité f . Le produit est effectué pour les n  observations. Cet indicateur calcule la 

probabilité jointe d’obtenir la réalisation de l’échantillon étudié, en supposant  chacune des 

observations IID. Pour faciliter les calculs, nous prenons le logarithme de L. L’expression 

peut alors s’écrire :  
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L’AIC est donnée par :  

)ln(22 LkAIC −=  

où L est la fonction de maximum de vraisemblance et k le nombre de paramètres du modèle. 

La fonction de vraisemblance est pénalisée pour tenir compte du nombre de paramètres dans 

la densité de probabilité utilisée. 

Cependant, ces mesures sont difficilement comparables pour des distributions différentes. La 

valeur du maximum de vraisemblance à partir d’une fonction de Student, par exemple, ne 

peut pas être comparée à la valeur obtenue avec une fonction sinh-arcsinh. L’AIC permet de 
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tenir compte du nombre de paramètres, mais sa faiblesse reste de ne pas tenir compte de la 

différence induite par les différentes fonctions utilisées.  

Enfin, un dernier coefficient d’ajustement (CA) utilisé est la différence au carré entre 

l’estimation non paramétrique de la densité de probabilité et la fonction étudiée :  

dxxgxf ²))()((∫
+∞

∞−

−  pour )(xf  la fonction étudiée et )(xg  l’estimateur de la densité.  

L’hypothèse faite est que l’estimateur non-paramétrique de la densité de probabilité 

représente le meilleur ajustement possible. Cette expression nous donne le degré de différence 

entre un ajustement paramétrique et le meilleur ajustement possible. Cet indicateur a été 

utilisé notamment par Necula (2009). Nous utilisons les fonctions de routine de Matlab 

(kde.m) utilisant un kernel gaussien pour estimer la densité de probabilité.  

 

5.1.5 Prévisions de VAR 

 

Nous développons six modèles afin d’estimer indépendamment l’impact sur les prévisions de 

VAR de la modification des hypothèses faites sur la structure de la variance et sur la 

distribution des résidus filtrés. Ces modèles vont combiner l’estimation de la variance, soit à 

partir d’une méthode non-paramétrique, soit à partir d’un modèle GARCH (gaussien ou de 

student), avec des résidus distribués soit selon une gaussienne, soit selon une fonction sinh-

arcsinh. 

Nos modèles sont classés en trois groupes, selon la méthode utilisée pour estimer la variance 

et normaliser les données : 

Groupe 1 : Le VAR est calculé en utilisant une méthode à noyaux pour prédire la variance. 

Dans ce cas, nous sommes confrontés aux  « boundary problems » décrits entre autre par Cai 

(2009). En particulier, lorsque nous nous intéressons à des observations ne possédant pas un 

intervalle symétrique d’observations autour d’elles, les paramètres estimés sont sous-évalués. 

Pour y remédier, nous utilisons la méthode de la réflexion, proposée par Schuster (1985). 

Dans le cas qui nous concerne, nous utilisons les observations comprises dans la partie gauche 

de l’intervalle utilisé pour réaliser l’estimation, pour construire la partir droite dudit intervalle. 

Nous supposons la symétrie des observations passées autour de l’observation à prédire. Pour 

plus de détails, nous nous référons à Cai (2009). Le script développé pour réaliser ces 
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prévisions se trouve en annexe A. 6.1. Pour estimer la variance à partir d’un nombre de points 

suffisant et éviter l’over-fitting, nous multiplions le bandwidth donné par la fonction kde.m. 

Les intervalles sont alors plus larges mais possèdent le même nombre d’observations puisque 

la partie de droite de l’intervalle est vide. 

Nous avons donc :  

)()()( tttz εσ=  

 où )(tσ  est estimé de manière non-paramétrique. 

Nous supposons aussi )(tε ~N(µ,σ). Au temps t , le VAR au temps 1+t  pour un seuil de 

confiance α de 1% est donné simplement par :  

01.0,
1

ker
1

, * norm
tt

t QVAR ++ = σα . 

Nous testons également l’hypothèse combinée d’un modèle utilisant une estimation non-

paramétrique de la variance et une fonction sinh-arcsinh : 

)()()( tttz εσ=  où )(tσ  est estimé de manière non-paramétrique et )(tε ~sinh-

arcsinh(µ,σ,ε,δ). Les paramètres de la fonction sont estimés sur les 3000 premières 

observations. Au temps t , le VAR au temps 1+t  pour un seuil de confiance α de 1% est 

donné par :  

01.0,arcsinsinh
1

ker
1

, * h
tt

t QVAR ++ = σα . 

Groupe 2 : Le VAR est calculé à partir d’un modèle GARCH dans le cadre gaussien. On a 

donc :  

)()()( tttz εσ=  où )(tσ  est estimé grâce à un GARCH(1,1) et )(tε ~N(µ,σ). 

 Au temps t , le VAR au temps 1+t  pour un seuil de confiance α de 1% est donné 

simplement par :  

01.0,
1

)1,1(
1

, * norm
t
garch

t
t QVAR ++ = σα .  

Nous prenons comme inputs initiaux pour calculer les 1
)1,1(

+t
garchσ  la valeur du rendement au 

temps 3000 et la variance estimée avec le même modèle GARCH au temps 3000. 

Nous combinons également une estimation de variance à partir d’un GARCH (1,1) et une 

fonction sinh-arcsinh : 
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)()()( tttz εσ=   

où )(tσ  est estimé à partir d’un GARCH(1,1) et )(tε ~sinh-arcsinh(µ,σ,ε,δ). Au temps t , le 

VAR au temps 1+t  pour un seuil de confiance α de 1% est donné par :  

01.0,arcsinsinh
1

)1,1(
1

, * h
t
garch

t
t QVAR ++ = σα . 

Groupe 3 : Le VAR est calculé à partir d’un modèle T-GARCH (Nous supposons que les 

résidus suivent une loi de Student). On a donc :  

)()()( tttz εσ=  où )(tσ  est estimé grâce à un T-GARCH(1,1) et )(tε ~T(µ,σ,ν). 

Au temps t , le VAR au temps 1+t  pour un seuil de confiance α de 1% est donné simplement 

par :  

01.0,
1

)1,1(
1

, * student
t

garcht
t
t QVAR +

−
+ = σα .  

Nous combinons également une estimation de variance à partir d’un T-GARCH (1,1) et une 

fonction sinh-arcsinh : 

)()()( tttz εσ=   

où )(tσ  est estimé à partir d’un T-GARCH(1,1) et )(tε ~sinh-arcsinh(µ,σ,ε,δ). Au temps t , le 

VAR au temps 1+t  pour un seuil de confiance α de 1% est donné par :  

01.0,arcsinsinh
11

, * h
t

garcht
t
t QVAR +

−
+ = σα . 

Les valeurs obtenues pour le VAR par les six méthodes sont comparées entre elles et avec les 

valeurs historiques des résidus.  

Afin de faire de la prédiction, nous divisons nos séries temporelles en deux échantillons. Le 

premier échantillon est utilisé pour déterminer l’information au temps 0 de nos prédictions et 

inférer les paramètres du modèle GARCH utilisé ainsi que les paramètres des fonctions 

(normale et sinh-arcsinh) ajustées. Les valeurs du second échantillon sont utilisées pour 

évaluer la qualité de la prédiction des différents modèles de VAR. La taille de la population 

d’apprentissage n’a pas d’importance pour l’estimation de la variance non-paramétrique 

puisque celle-ci est estimée à partir d’un échantillon réduit autour d’une observation. Elle ne 

joue que sur l’estimation des paramètres du modèle GARCH ainsi que sur les paramètres des 

fonctions ajustées. Nous utilisons les 3000 premières valeurs de nos séries temporelles à cet 

effet.  
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Une fois les paramètres initiaux déterminés, nous calculons la prévision du VAR pour les 

1900 observations restantes au temps 1+t . Aucune période de reparamétrisation n’est 

intégrée. Nous faisons l’hypothèse que les paramètres du modèle GARCH et de la distribution 

sinh-arcsinh sont constants au cours du temps. Cette hypothèse nous permet d’étudier 

aisément la « performance immédiate » de nos modèles. Elle pourra, par la suite, être relaxée. 

Nous nous attendons à ce que les estimations faites avec les modèles utilisant une méthode 

non-paramétrique soient moins bonnes, étant donné la faiblesse de la prédiction de ces 

méthodes. 

 

5.1.6 Evaluation des modèles de VAR : backtesting . 
 

Nous évaluons l’efficacité des modèles d’une part au regard des exigences des régulateurs, et 

d’autre part au regard de son utilité dans la gestion interne des risques. Pour chaque série de 

données, nous calculons le nombre de fois où une valeur historique observée est inférieure au 

VAR estimé. Pour le premier indicateur, ce nombre est comparé avec les bornes des 

différentes zones de performance définies par Bâle II. Pour le second indicateur, le nombre 

d’infractions est divisé par le nombre d’observations out-of-sample, afin d’obtenir la 

probabilité empirique d’obtenir une exception. 

Pour évaluer la performance des modèles dans un processus de gestion interne des risques, 

nous comparons la probabilité empirique d’être confronté à un rendement plus faible que le 

VAR estimé. Pour chaque modèle, les pourcentages d’infraction rencontrés dans les données 

in-sample et out-of-sample donnent une estimation de cette probabilité. Plus celle-ci est 

proche ou égale au pourcentage attendu (c’est-à-dire au niveau de confiance alpha du VAR), 

plus le modèle est jugé performant. Pour des écarts identiques par rapport au niveau de 

confiance, une probabilité empirique inférieure au niveau de confiance est jugée comme étant 

une meilleure performance. Nous considérons en effet comme préférable, au regard de 

l’histoire récente des institutions financières, de surestimer les risques encourus plutôt que de 

les sous-estimer. De tels indicateurs ont notamment été utilisés par Chen et al. (2010). 

Pour évaluer la capacité des modèles à rencontrer les désidérata des régulateurs, nous 

calculons le facteur multiplicatif h des fonds propres, défini par Bâle II et détaillé à la section 

3.3. Plus celui-ci est élevé, moins le modèle est performant et plus l’institution financière doit 
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alors se doter de fonds propres importants. Ce facteur est obtenu en multipliant 

proportionnellement au nombre d’observations les valeurs du tableau I de la section 3.3. 
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5.2 Analyse des résultats 

5.2.1 Analyse exploratoire 
 

Nous réalisons un graphique des valeurs des indices au cours du temps pour une première 

analyse visuelle (figure 8). Les processus sont clairement non-stationnaires pour les trois 

séries de données: nous pouvons ajouter une courbe de tendance dont la pente est 

significativement différente de 0 pour chaque série. De plus, beaucoup d’auto-corrélations 

semblent significativement différentes de 0, même pour des périodes éloignées (annexe A. 

2.3). Le test de Portemanteau conduit à rejeter l’absence de dépendance temporelle pour les 

trois séries. Nous devons donc différencier ces séries et construire les rendements, qui se 

calculent comme suit : 
1

1

−

−−=
t

tt
t

I

II
R  

 

 En étudiant les différents moments de nos séries temporelles, nous constatons qu’elles sont 

toutes caractérisées par un coefficient de kurtosis significativement plus grand que trois : nos 

 

Figure 8 – Valeurs de clôture journalière du DJA, DAX et NIKKEI 225 du 26/11/1990 au 

23/03/2011. 
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séries sont leptokurtiques, comme le laissaient présager les considérations empiriques 

exposées dans les études citées au chapitre III. 

Nous constatons également que nos séries temporelles sont fortement hétéroscédastiques 

(figure 9, pour le DAX). Leurs variations ne sont pas uniformes au cours du temps. Ce résultat 

est conforme à nos attentes et aux données de la littérature. Nous devons donc en tenir compte 

pour évaluer la pertinence des modèles ARIMA utilisés pour modéliser l’évolution de la 

moyenne conditionnelle des séries et pour filtrer la série afin d’en obtenir les résidus. Les 

graphiques pour les rendements des trois séries se trouvent en annexe (annexe A. 2.4).  

Pour identifier la dépendance temporelle dans les rendements, nous identifions le 

corrélogramme de chaque série. Ceux-ci révèlent la présence d’auto-corrélations et d’auto-

corrélations partielles significativement différentes de 0 (voir annexe A. 2.3). Nous ne 

sommes donc pas encore face à des données purifiées, dont la moyenne conditionnelle serait 

nulle.  Pour éliminer cette dépendance temporelle, nous supposons l’existence d’un processus 

ARIMA. Par optimisation, pour le DAX, un modèle ARIMA (3,1,3) apparait comme le plus 

approprié pour modéliser la moyenne conditionnelle, mais en testant un ARIMA (3,0,3), nous 

obtenons des résidus moins auto-corrélés. Nous effectuons la même procédure pour les autres 

séries, avec des résultats semblables (annexe A. 2.5). Cependant, comme nous l’évoquions, 

les séries étudiées sont hétéroscédastiques. L’analyse des résidus du modèle ARIMA révèle 

que ceux-ci ne sont pas distribués normalement, ni homoscédastiques : le test de Jarque-Bera 

rejette la normalité et un test ARCH-LM révèle la présence d’un effet ARCH. Cependant, les 

résidus ne sont maintenant presque plus auto-corrélés. Par exemple, pour le DAX, seuls trois 

coefficients d’auto-corrélations restent significativement différents de zéro (figure 10). Au vu 

de la distribution des données et de la présence d’un phénomène d’hétéroscédasticité, nous 

considérons les coefficients d’auto-corrélation suffisamment faibles que pour continuer 

l’analyse des résidus. 
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Figure 10 – PACF pour les résidus du DAX. 

 

Figure 9  – Rendements au cours du temps du DJA, du 26/11/1990 au 23/03/2011. 
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5.2.2 Tests d’ajustement 
 

5.2.2.1 Méthode non-paramétrique 

Nous supposons maintenant que nous avons la série des )(tz  tels que : 

)()()( tttz εσ= . 

Nous devons donc estimer les )(tσ  pour obtenir les )(tε et étudier leur distribution. Nous 

appliquons la régression non-paramétrique exposée dans la section Méthodologie pour les 

estimer. Nous obtenons par optimisation des bandwidths de 8, 9 et 10 respectivement pour le 

DAX, le DJA et le NIKKEI 225. Chaque variance est estimée à partir d’une vingtaine de 

valeurs. La figure 11 montre l’évolution de la variance au cours du temps des trois séries. 

Cette évolution est en lien avec les oscillations des rendements au cours du temps. Ainsi, les 

variances aux alentours des observations 4000 à 4500 sont largement supérieures aux 

variances des autres périodes, ce que reflète bien le graphique des observations ainsi que la 

réalité économique. Nous étions, à ce moment, en pleine crise bancaire.  

Pour vérifier la pertinence de notre méthode non-paramétrique, nous calculons également la 

variance en utilisant un modèle GARCH(1,1) et nous comparons les résultats obtenus avec 

l’estimation non-paramétrique (annexe A. 3.). Les estimations par les deux méthodes donnent 

des résultats proches bien que la variance non-paramétrique estimée soit plus volatile (figure 

12). Elle est plus réactive que celle calculée avec le modèle GARCH. Cela est dû à la taille du 

bandwidth utilisé. En agrandissant le bandwidth, nous obtiendrions des variances non-

paramétriques plus douces, moins volatiles et plus proches de celles estimées par un modèle 

paramétrique. Nous utilisons ces variances pour normaliser nos données de manière à obtenir 

les résidus bruts:  

)(

)(
)(

t

tz
t

σ
ε =  

Une illustration des résidus normalisés est reprise à la figure 13 pour le DAX. Nous 

constatons que ceux-ci ont une distribution plus stable. Les observations oscillent dans un 

intervalle qui semble constant au cours du temps. La série des résidus filtrés est légèrement 

plus courte puisque nous avons utilisé les premières et les dernières valeurs comme valeurs 

initiales dans notre calcul de la variance. Nous réservons le problème de la prévision aux 

bords de nos intervalles pour les sections suivantes. Nous obtenons des résultats comparables 
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pour les séries du DJA et du NIKKEI 225. Ces opérations nous permettent maintenant 

d’étudier la distribution des résidus filtrés.  

 

Figure 11 – Evolution de la variance au cours du temps pour les séries centrées du DAX, du NIKKEI 

225 et du DJA (de l’arrière plan à l’avant plan), calculée avec un estimateur à noyaux. Le temps est 

en abscisse et la valeur de la variance en coordonnée z. 
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Figure  12 – Comparaison entre l’estimation de la variance du DAX (26/11/1990 au 23/03/2011) 

par un modèle GARCH(1,1) et une méthode à noyaux.  

 

Figure  13– Résidus filtrés par l’estimateur non-paramétrique de la variance pour le DAX. 
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Nous ajustons cinq types de densité de probabilité sur les résidus filtrés:  

� la loi normale (fonction gaussienne) ; 

� la loi de Student ; 

� la fonction GED ; 

� la fonction gen. hyperbolic ; 

� la fonction sinh-arcsinh. 

Le tableau II donne un récapitulatif des paramètres estimés par maximisation de la fonction de 

vraisemblance. Mu est un paramètre de localisation, Sigma est un paramètre d’échelle, Alpha 

détermine la forme de la distribution et Beta quantifie la dissymétrie. Nu est le nombre de 

degrés de liberté de la fonction de Student et Lambda détermine la leptokurticité et la 

classification de la fonction gen. hyperbolic. L’équivalence de notation des paramètres entre 

la théorie exposée aux chapitres précédents et les tableaux synthétiques pour les autres séries 

de données se trouve en annexe (annexe A. 4.1). 

DAX 

Ajustement/paramètre Mu Sigma Nu Lambda Alpha Beta 

Normal 0.01763 0.9861 - - - - 

Student 0.01764 0.9860 3.70334e+6 - - - 

GED -0.3395 0.9841 - - -0.2664  

Gen. Hyperbolic -0.4625 25.9586 - -1.9464 26.6248 0.4913 

Sinh-arcsinh 0.0448 1.2052 - 1.1539 - -0.0210 

 

Ajustement MLE AIC 

Normal -6983.57 13971.14 

Student-t -6983.57 13971.14 
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GED -6978.68 13963.36 

Gen. Hyperbolic -6983.88 13975.76 

Sinh-arcsinh -6974.99 13957.98 

Tableau II – Paramètres des fonctions utilisées pour ajuster les résidus filtrés, estimés par maximum de 

vraisemblance et valeurs du MLE pour les différents ajustements réalisés pour la série DAX. 

La figure 14 montre l’ajustement des différentes fonctions sur l’histogramme du DAX. Deux 

résultats sont surprenants. En premier lieu, la fonction sinh-arcsinh semble modéliser 

légèrement moins bien les données que les autres fonctions, au niveau global. En particulier, 

elle reflète mal l’importance des valeurs centrales de la série. Pour le DAX et le NIKKEI 225, 

la dissymétrie estimée semble excessive. La différence de qualité d’ajustement entre les autres 

fonctions est cependant minime. La fonction de Student se confond avec la loi normale. 

En second lieu, les fonctions gen. hyperbolic  et sinh-arcsinh possèdent des queues moins 

épaisses que les autres fonctions. En effet, le coefficient de kurtosis des données filtrées est 

maintenant inférieur à trois (voir tableau III) : les résidus sont en réalité platykurtique. Le 

filtrage de l’hétéroscédasticité a supprimé la leptokurticité observée. Les tests d’hypothèses 

conduisent toujours à rejeter la normalité. Nous constatons également que la décroissance de 

la fonction sinh-arcsinh dans les queues se fait à un rythme moins rapide que les autres 

distributions. 

Pour vérifier l’ajustement dans les queues, nous réalisons le graphique du logarithme des 

densités de probabilité (figure 15). Les fonctions à quatre paramètres suivent mieux la 

distribution empirique au niveau des valeurs extrêmes. Cette observation est particulièrement 

marquée pour la série du NIKKEI 225 avec les fonctions gen. hyperbolic et sinh-arcsinh. Bien 

que pour le DJA cette impression soit moins forte, la fonction sinh-arcsinh est supérieure aux 

autres fonctions testées dans cet exercice et reflète sa capacité à mieux prédire les événements 

rares. La pente de cette fonction, dans les queues, est plus proche de la réalité empirique. Les 

graphiques relatifs au NIKKEI 225 et au DJA se trouvent en annexe A. 4.2. Pour le NIKKEI 

225 et le DJA, la fonction sinh-arcsinh suit parfaitement la distribution empirique dans les 

valeurs extrêmes tandis que les autres fonctions s’en écartent. 

Au niveau des indicateurs numériques, nous constatons que les MLE des différentes fonctions  

sont fort proches pour toutes les distributions, et ce pour les trois séries de données (tableau II 
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pour le DAX et annexe A. 4.1 pour les autres séries). Les différences semblent surtout venir 

d’un ajustement moins bon au niveau des valeurs centrales, qui possèdent une probabilité 

forte de réalisation et qui ont une importance plus grande dans le calcul du MLE. Les 

fonctions ajustées sur l’histogramme des valeurs historiques illustrent bien cet effet. 

Au niveau de l’AIC, nos observations sont les mêmes que pour le MLE. Le détail pour les 

paramètres et les valeurs du MLE pour les deux autres séries (DJA et NIKKEI 225) se 

trouvent en annexe (annexe A. 4.1). Ces mesures ne permettent cependant pas une bonne 

comparaison entre la qualité d’ajustement de chacune des fonctions. 

 

 Au niveau du coefficient CA, la fonction sinh-arcsinh est supérieure aux autres fonctions 

uniquement pour la série du DAX. Pour le NIKKEI 225 et le DJA, la fonction gen. hyperbolic 

a meilleur coefficient que la fonction sinh-arcsinh, mais ces deux fonctions s’ajustent moins 

bien que la fonction de Student et la loi normale (l’ensemble des valeurs se trouve en annexe 

4.3). 

 

Figure 14 – Ajustements des distributions gen. hyperbolic, de Student et sinh-arcsinh sur les 

résidus filtrés du DAX. 
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 Globalement, les résultats sont donc nuancés. D’une part la fonction gen. hyperbolic s’ajuste 

mieux à l’histogramme des données historiques. D’autre part, sur les graphiques du 

logarithme de la densité de probabilité, c’est la fonction sinh-arcsinh qui modélise mieux la 

distribution empirique des données au niveau des queues que toutes les autres distributions. 

Cette différence est d’autant plus marquée que les rendements sont négatifs. Ces résultats 

laissent supposer que la modélisation des événements rares est meilleure avec une fonction de 

type sinh-arcsinh, Cependant, pour un ajustement général de données platykurtiques, elle 

semble moins efficace. La mesure d’indicateurs d’événements extrêmes, comme le VAR, 

pourrait s’avérer plus efficace en utilisant une densité de probabilité de type sinh-arcsinh 

puisque le VAR est fortement dépendant de la modélisation des queues des distributions. 

Séries/Paramètres Moyenne Variance Skewness Kurtosis 

DAX 0.0176 0.9724 -0.0230 2.7104 

NIKKEI 225 0.0130 0.9734 0.0238 2.8694 

DJA 0.0736 0.9708 -0.0518 2.7532 

Tableau III – Statistiques descriptives des résidus filtrés. 

Les fonctions à quatre paramètres semblent mieux adaptées que les fonctions classiques (loi 

normale, loi de Student) pour modéliser la distribution de données financières selon l’objectif 

fixé : la recherche d’un ajustement global de qualité ou une modélisation affinée des valeurs 

extrêmes. La distribution de Student fournit malgré tout un ajustement de bonne qualité. Ces 

résultats doivent toutefois être pris avec précaution. En effet, les résidus normalisés sont 

entièrement dépendants de l’estimation de la variance. Dans ce cas-ci, cette estimation est 

basée sur une méthode non-paramétrique utilisant un bandwidth calculé de façon peu 

élaborée, ce qui pourrait avoir perturbé les résidus. De plus, le MLE et l’AIC ne donnent 

qu’une information biaisée de la qualité des ajustements entre eux, puisqu’ils sont fortement 

dépendants du type .de fonction utilisée dans la construction de la fonction de vraisemblance.  
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Figure 15 – Comparaison entre le logarithme de la densité de probabilité des lois normale, de 

Student, gen. hyperbolic, sinh-arcsinh, et  de la distribution de probabilité empirique, pour le 

DAX. 
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5.2.2.2 Méthode GARCH (1,1) avec innovations normales 

Les valeurs des différents moments de chacune des séries traitées se trouvent dans le tableau 

IV. Les trois séries ont un coefficient de kurtosis supérieur à 3. Nous sommes face à des séries 

temporelles dont les distributions possèdent des queues plus épaisses que la loi normale.  

Nous effectuons les tests d’ajustement pour ces nouvelles données filtrées avec la même 

procédure qu’utilisée à la section 7.2.1.2. La figure 16 représente les résidus filtrés du 

NIKKEI 225 et les figures 17 à 20 l’ajustement des différentes fonctions par MLE pour le 

DAX. Le tableau récapitulatif des paramètres et les graphiques des autres séries se trouvent en 

annexe A. 4.1 et A. 4.2.  

Nous constatons cette fois-ci que la fonction sinh-arcsinh s’ajuste bien mieux, de manière 

globale, à l’histogramme des données historique pour les trois séries. Elle semble néanmoins 

surestimer la probabilité des valeurs centrales. Dans les queues, l’ajustement est meilleurs que 

celui réalisé par les autres fonctions. Les queues de la distribution sinh-arcsinh sont plus 

épaisses et reflètent mieux la densité de probabilité réelle des valeurs extrêmes que toutes les 

autres distributions testées (figure 17). 

 Cependant, sur le graphique des logarithmes des différentes densités de probabilité testées, la 

fonction sinh-arcsinh semble s’écarter de la réalité empirique plus que la fonction de Student 

et la fonction gen. hyperbolic. Les courbes de ces différentes fonctions se croisent aux 

alentours des valeurs  -4.5, -4.2 et -4.1. Ces valeurs sont proches des quantiles 0.5% des 

distributions sinh-arcsinh ajustées. Au-delà de ce seuil, la capacité prédictive de la fonction 

sinh-arcsinh pourrait ne pas être supérieure à celle des fonctions gen. hyperbolic et de 

Student. Néanmoins, le nombre d’observations historiques inférieures à ces quantiles est trop 

faible pour pouvoir tirer des conclusions définitives par une étude statistique. Nous supposons 

d’ailleurs que si nous avions un nombre suffisant de très petites valeurs, la fonction sinh-

arcsinh pourrait mieux les modéliser que les autres fonctions, au vu de son comportement 

pour des valeurs légèrement plus grandes. Sur vingt ans d’échanges boursiers, seuls 25 

rendements journaliers ont été inférieurs à ces quantiles. C’est bien évidemment une limite 

d’une approche statistique basée sur des données historiques pour anticiper les événements 

extrêmes, puisque leur relative absence dans les séries temporelles ne permet pas de les 

intégrer dans le processus de modélisation. 
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Tableau IV – Statistiques descriptives des résidus filtrés par la variance conditionnelle. 

 

 

 

Figure 16 – Résidus filtrés par la variance conditionnelle estimée par un GARCH(1,1) pour le 

NIKKEI 225. 

Séries/Moments Moyenne Variance Skewness Kurtosis 

DAX -0.0105 1.0002 -0.5904 8.8336 

NIKKEI 225 -0.0108 1.0004 -0.0986 4.4528 

DJA 0.0442 0.9986 -0.3709 5.0888 
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Figure 17 – Ajustements de fonctions au niveau des queues de la distribution empirique pour 

le DAX. 

Les QQ-plots donnent un aperçu de l’ajustement général jusqu’au quantile 1% (figure 20). La 

fonction sinh-arcsinh ajuste très bien la distribution empirique du DJA, mais elle s’écarte plus 

que la fonction de Student des valeurs extrêmes du DAX et du NIKKEI 225 (voir annexe A. 

4.2). De plus, les queues plus épaisses de la fonction sinh-arcsinh induisent une surestimation 

du risque : les quantiles estimés par cette fonction sont plus négatifs que les quantiles réels, 

tandis que ceux estimés par la fonction de Student sous-estiment leur valeur réelle. Dans une 

optique de gestion du risque, le coût d’opportunité maximum supporté par une sous-

estimation des risques semble plus important que s’il y a surestimation. En effet, dans le 

second cas il correspond aux coûts des capitaux supplémentaires mobilisés pour couvrir ce 

risque, tandis que dans le premier cas, la non-couverture du risque induit des conséquences 

beaucoup plus incertaines (comme une faillite ou un rachat) lors de la réalisation 

d’événements extrêmes.  

Au niveau des indicateurs numériques, la fonction sinh-arcsinh a un MLE plus élevé que 

toutes les autres fonctions pour la série du DJA. Pour les séries du DAX et du NIKKEI 225, 

les fonctions gen. hyperbolic et de Student possèdent des MLE légèrement plus élevés, mais 

encore une fois, la présence de différences entre les fonctions induit un biais dans la 
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comparaison. L’AIC révèle un classement similaire. Pour notre coefficient d’ajustement CA, 

la fonction sinh-arcsinh se classe première pour les séries du DJA et du NIKKEI 225 et 

seconde derrière la fonction gen. hyperbolic pour le DAX. 

 Cet analyse de données plus leptokurtiques met donc en évidence la qualité d’ajustement 

global apporté par la fonction sinh-arcsinh, tout en confirmant sa capacité à bien modéliser les 

événements rares des derniers quantiles. 

 

 

 

 

Figure 18 – Comparaison entre le logarithme de la densité de probabilité des lois normale, 

de Student, gen. hyperbolic, sinh-arcsinh, et  de la distribution de probabilité empirique, pour 

le DAX. 
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Figure 19 – Ajustement de fonctions sur la distribution historique des valeurs  du DAX. 

 

 

Figure 20 – QQ plot de la fonction sinh-arcsinh et de Student pour le DJA. 
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5.2.2.3 Méthode T-GARCH (1,1)  

En utilisant une variante du modèle GARCH, qui suppose que les innovations sont distribuées 

selon une fonction t de Student, nous essayons de générer des résidus plus leptokurtique. 

Avec un tel modèle GARCH, la leptokurticité de la série des rendements est moins captée par 

l’estimateur de la variance et elle se retrouve reportée sur les résidus. Les estimations de la 

variance au cours du temps se révèlent moins volatiles et les résidus plus leptokurtiques que 

lors de l’utilisation d’un GARCH(1,1) gaussien. En accentuant cette caractéristique, nous 

cherchons à tester les capacités de la fonction sinh-arcsinh à modéliser cette caractéristique.  

Le tableau V donne les différents moments des résidus issus de la normalisation des séries du 

DAX, du DJA et du NIKKEI 225 à l’aide de la méthodologie utilisée aux sections 

précédentes. Le coefficient de kurtosis est plus important que lors des normalisations 

précédentes. A partir de ces résidus, nous effectuons les tests d’ajustements pour les  cinq 

classes de fonctions. 

La fonction sinh-arcsinh s’ajuste très bien aux données historiques (figure 21). Les queues de 

cette fonction sont plus épaisses que celles des fonctions de Student et gen. hyperbolic, 

comme le montre la figure 22. Cet ajustement, pour cette partie de la distribution de 

probabilité, semble le plus réaliste. Le graphique du logarithme des rendements (figure 23) 

met aussi en évidence la qualité de l’ajustement jusqu’au quantile 99% (aux alentours de -2.8) 

de la fonction sinh-arcsinh, en particulier au niveau de la forme de la densité de probabilité et 

de la vitesse de décroissance de la fonction dans les valeurs négatives. Pour les dernières 

classes, par contre, l’ajustement n’est plus bon mais, comme nous l’avons fait remarquer 

précédemment, le nombre d’observations contenues dans les trois dernières classes est 

tellement faible (quatre observations en tout, sur plus de 4800) que l’erreur globale est faible 

et n’a pas d’impacts sur notre objectif d’estimation du quantile à 99%.  

Le QQ-plot (figure 24) montre aussi que la fonction sinh-arcsinh s’ajuste bien aux données. 

L’estimation est particulièrement bonne pour le DJA, où l’ajustement de la fonction sinh-

arcsinh est clairement supérieur à celui de la fonction de Student. Pour les autres séries, les 

quantiles sont légèrement trop négatifs tandis que la fonction de Student fournit une 

estimation trop positive des derniers quantiles. 

Le MLE et l’AIC confirment la supériorité des fonctions de Student, gen. hyperbolic et sinh-

arcsinh sur la loi normale et la fonction GED. Les différences entre les trois meilleures 

fonctions sont faibles et la fonction sinh-arcsinh arrive première pour le DJA. Le coefficient 
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d’ajustement CA donne la fonction sinh-arcsinh première pour les séries du DJA et du 

NIKKEI 225, et deuxième pour le DAX. Ces observations rejoignent celles faites à la section 

précédente.  

Le traitement de ces nouvelles séries conforte nos conclusions des sections précédentes à 

propos de la qualité des différents ajustements. 

 

 

Séries/moments Moyenne Variance Skewness Kurtosis 

DAX -0.0111 1.0290 -0.7215 10.9056 

DJA 0.0444 1.0028 -0.3791 5.1446 

NIKKEI 225 -0.0107 1.0052 -0.1202 4.6153 

Tableau V – Statistiques descriptives des résidus filtrés par la variance conditionnelle estimée 

par un modèle T-GARCH(1,1). 
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Figure 21 – Ajustements de fonctions sur la distribution historique des valeurs  du DJA. 

 

Figure 22 – Ajustements de fonctions au niveau des queues de la distribution empirique pour 

le DJA. 
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Figure 23 – Comparaison entre le logarithme de la densité de probabilité des lois normale, 

de Student, gen. hyperbolic, sinh-arcsinh, et  de la distribution de probabilité empirique, pour 

le DAX. 



 78 

 

5.2.3 Modélisation du VAR et backtesting  
 

Nous testons dans cette section la capacité prédictive de six différents modèles de VAR. 

L’objectif est de déterminer un modèle qui pourrait particulièrement bien quantifier la 

probabilité de réalisation d’événements rares. Cela nous permettra d’évaluer la qualité 

opérationnelle de la fonction sinh-arcsinh. Nous ne testons pas de modèle utilisant la fonction 

gen. hyperbolic, fort proche finalement de la fonction de Student et nous nous focalisons sur 

la fonction sinh-arcsinh. 

Nous estimons la performance de chaque modèle par le nombre d’infractions (« breaches ») 

rencontrées, c’est-à-dire chaque fois qu’une valeur observée est supérieure à celle du VAR 

estimé. Les résultats obtenus pour les trois modèles et les trois séries sont repris dans les 

tableaux VI  à XII. Les figures 25 à 30 comparent les VAR prédits aux observations 

historiques. 

 

Figure 24 – QQ plot des fonctions sinh-arcsinh et de Student pour la série du  DJA 

normalisée à l’aide d’un modèle T-GARCH. 



 79 

5.2.3.1 Utilisation d’une méthode non-paramétrique 

Puisque les résidus normalisés par la variance non-paramétrique sont platykurtiques, nous 

nous attendons à ce que le VAR de la loi normale surestime l’épaisseur des queues (le 

quantile est trop grand, en valeur absolue) et que les performances du backtesting avec ce 

modèle soient supérieures à celles utilisant le quantile de la distribution sinh-arcsinh (qui aura 

un quantile plus juste mais aussi plus petit en valeur absolue, et sera donc plus souvent 

dépassé). De plus, les prévisions de la variance sont faites à l’aide d’un modèle non-

paramétrique, peu performant dans cet exercice. La variance estimée sous-estimera souvent la 

variance réelle et la performance générale attendue des modèles est faible.  

Les modèles 1 (tableau VI) et 2 (tableau VII), basés sur une estimation non-paramétrique de 

la variance, rencontrent plus d’infractions qu’attendu. Les probabilités empiriques 

d’infractions sont constamment supérieures au niveau de confiance alpha. L’écart avec la 

probabilité théorique (1%) est plus important dans le modèle 2 (utilisant la fonction sinh-

arcsinh) que dans le modèle 1. Le modèle 2 rencontre en moyenne 7% d’infractions en plus 

que le modèle 1.  Les deux modèles sous-estiment le risque de façon similaire (environ 2.5 

fois le nombre d’infractions attendu).  La performance, dans l’optique d’une gestion interne 

des risques de marché, est donc médiocre. La figure 25 montre le VAR prédit par rapport à la 

valeur réelle du rendement pour les données out-of-sample pour le DAX. Les pourcentages 

d’infractions in-sample sont similaires, comme illustré en figure 26. Ces résultats sont 

essentiellement dus aux capacités prédictives médiocres de l’estimateur non-paramétrique de 

la variance, posé par le boundary problem. Puisqu’il est impossible d’obtenir un intervalle 

symétrique autour de chaque observation, les valeurs du VAR sont très sensibles aux 

variations des valeurs des observations.  

Les deux modèles ne rencontrent que faiblement les exigences des régulateurs. En utilisant 

ces modèles, les prévisions pour les trois séries basculent dans la zone « jaune » de Bâle II. 

Une institution financière utilisant un tel modèle pour déterminer son risque de marché pour 

des positions sur un tel actif devrait supporter une charge de risques additionnelle pour 

compenser la faiblesse de son modèle.  

Nos modèles n’ont pas su démontrer l’avantage prédictif qu’apporte l’utilisation de la 

fonction sinh-arcsinh bien que nous ayons montré qu’elle modélise mieux les queues des 

distributions. Ce résultat est imputable à la faible capacité prédictive de notre estimateur de la 

variance. 
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α = 0.01 Q Exceptions % H Zone 

DAX -2.2595 47 2.45 3.5 jaune 

NIKKEI 225 -2.2822 43 2.26 3.3 jaune 

DJA -2.1717 53 2.74 3.5 jaune 

Tableau VI – Performance du modèle 1, non-paramétrique gaussien. 

 

 

α = 0.01 Q Exceptions % H Zone 

DAX -2.2108 53 2.76 3.5 jaune 

NIKKEI 225 -2.2294 46 2.42 3.5 jaune 

DJA -2.1647 54 2.79 3.5 jaune 

Tableau VII – Performance du modèle 2, non-paramétrique avec une fonction sinh-arcsinh. 
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Figure 25– Modélisation du VAR pour le DAX selon le modèle 2. 

 

 

Figure 26 – Pourcentage d’exceptions out-of-sample et in-sample du modèle 2. 
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5.2.3.2 A l’aide d’un modèle GARCH (1,1) 

Dans cette section, nous testons les modèles 3 et 4 de VAR Ces modèles devraient fournir des 

résultats de bien meilleur qualité que les deux premiers modèles, limités par des prévisions 

inadéquates de la variance. Les tableaux VIII et IX donnent les valeurs obtenues lors de la 

procédure de backtesting. 

Nous constatons que le modèle utilisant la fonction sinh-arcsinh est performant pour ce qui est 

de minimiser le nombre d’infractions, donc pour s’assurer que le risque n’est pas sous-estimé. 

Il  génère moins d’une vingtaine d’infractions sur 1987 jours de trading. Le nombre 

d’infractions rencontrées est fort proche du nombre attendu. Cependant, le pourcentage 

empirique reste inférieur au pourcentage théorique. Le risque serait donc surestimé au niveau 

de confiance 1%, ce qui n’est pas positif d’un point de vue économique car le niveau de fonds 

propres est basé sur l’estimation du VAR. Si celui-ci est inutilement élevé, il oblige 

l’établissement de crédits à détenir plus de fonds propres, qui doivent être rémunérés et qui 

entraînent un coût supplémentaire pour l’entreprise. Une autre hypothèse serait que le risque 

réel soit correctement quantifié par la fonction sinh-arcsinh sur l’échantillon in-sample, mais 

que le processus stochastique sous-jacent ne soit pas stationnaire. Un calibrage des paramètres 

au cours du temps serait nécessaire pour quantifier adéquatement le VAR.  

Le modèle utilisant la loi normale sous-estime quant à lui l’importance des valeurs extrêmes. 

Les pourcentages d’infractions sont supérieurs à ceux attendus. Le modèle est moins efficace. 

Néanmoins, même en tenant compte du coefficient multiplicateur des fonds propres (H), le 

niveau de capital à détenir en utilisant la loi normale est inférieur à celui déterminé par le 

premier modèle, tout en respectant les exigences des régulateurs (chaque série se trouve en 

zone verte ou au début de la zone jaune). Le modèle 3 serait donc économiquement plus 

efficace à court terme puisqu’il permet de détenir moins de capital. A long terme, cependant, 

rien n’indique que la rémunération du capital supplémentaire à détenir avec un modèle de 

type sinh-arcsinh soit supérieure à la perte qui devrait être supportée lors de la réalisation 

d’événements sous-estimés (comme une perte supérieure au VAR calculé). Il faut aussi tenir 

compte du coût d’opportunité d’un risque d’insolvabilité qui devrait être supporté si le risque 

est sous-estimé avec un modèle normal classique. 

Si l’on se penche sur les pourcentages rencontrés in-sample, ceux-ci sont assez similaires à 

ceux rencontrés dans les échantillons de test. Ils sont cependant encore moins éloignés du 

pourcentage attendu. Pour le DJA en particulier, le pourcentage in-sample du modèle 4 vaut 
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exactement 1%. Le quantile au seuil 1% de la fonction sinh-arcsinh ajustée est exactement le 

même que le quantile de la distribution historique. Les écarts entre pourcentage in-sample et 

pourcentages théoriques sont également à l’avantage du modèle 4. Non contents d’être plus 

proches de 1% que dans le modèle 3, ils sont inférieurs, ce qui dans l’optique de la gestion 

interne des risques, permet une quantification plus aisée du coût d’opportunité d’un excès de 

fonds propres. 

En conclusion, l’utilité de la fonction sinh-arcsinh au niveau opérationnel, pour les données 

que nous avons traitées, permet de rencontrer les exigences des régulateurs et de la gestion 

interne des risques, tout en étant supérieur à un modèle basé sur la loi normale. Pour le DJA 

en particulier, le modèle fournit d’excellentes prévisions. Cependant, le risque de marché est 

légèrement surestimé et la performance économique d’un modèle de VAR utilisant une telle 

hypothèse en est affaiblie. 

 

 

α = 0.01 Q Exceptions % H Zone 

DAX -2.3374 29 1.46 3 vert 

NIKKEI 225 -2.3381 20 1.01 3 vert 

DJA -2.2789 39 1.96 3.40 jaune 

Tableau VIII – Performance du modèle 3 de VAR basé sur la loi normale et un GARCH (1,1). 

 

α = 0.01 Q Exceptions % H Zone 

DAX -2.6831 12 0.6 3 vert 

NIKKEI 225 -2.5842 15 0.75 3 vert 

DJA -2.6108 18 0.91 3 vert 

Tableau IX – Performance du modèle 4 de VAR basé sur la fonction sinh-arcsinh et un 

GARCH (1,1). 
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Figure 27 - Modélisation du VAR pour le DAX selon le modèle 4. 
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5.2.3.3 Utilisation d’un modèle T-GARCH (1,1) 

Pour mieux tenir compte de la réalité empirique, nous utilisons un modèle GARCH qui 

suppose une distribution leptokurtique des innovations. Ainsi, celles-ci sont distribuées selon 

une loi de Student. Cette hypothèse est intégrée dans l’optimisation des paramètres du 

GARCH. C’est également en travaillant avec cette variante du GARCH lors de l’analyse des 

ajustements de fonctions sur les innovations que la supériorité des propriétés de la fonction 

sinh-arcsinh a été mise le plus en évidence.  

Les modèles 5 et 6 confirment les conclusions tirées des modélisations précédentes. Le 

modèle 5 (tableau X) sous-estime le risque encouru tandis que le modèle 6 (tableau XI) le 

surestime (c’est surtout vrai pour le DAX). Néanmoins, avec des pourcentages out-of-sample 

proches de 1% mais inférieurs à cette limite, le modèle 6 rencontre les exigences des 

régulateurs et du contrôle interne de gestion des risques : le niveau de confiance est 

suffisamment précis et aucune pénalité ne doit être appliquée. D’un point de vue général, le 

modèle utilisant la fonction de Student est meilleur que tous ceux utilisant la loi normale. 

Celui utilisant la fonction sinh-arcsinh produit des résultats similaires au modèle utilisant un 

GARCH(1,1) et la même fonction pour la prédiction (figure 29).  

Au niveau de la performance in-sample, le pourcentage d’infractions converge un peu plus 

vers la valeur attendue (voir annexe A. 5.7 pour le détail des pourcentages) de 1%. Il 

surestime moins le risque que dans le modèle précédent. La figure 28 illustre cette évolution.  

En conclusion, l’utilité opérationnelle de l’intégration de la fonction sinh-arcsinh dans un 

modèle de VAR, dans le cadre de la gestion interne des risques et du respect des exigences 

des régulateurs, est confirmée. Son utilisation avec un modèle T-GARCH permet d’améliorer 

la performance in-sample et la prévision out-of-sample, bien que modestement, par rapport 

aux précédents modèles. Cependant, certaines améliorations du modèle présenté semblent 

nécessaires pour éviter le piège de la surestimation du risque. L’élément le plus important est 

sans doute le calibrage des paramètres (du modèle T-GARCH et de la fonction sinh-arcsinh) 

au cours du temps. En l’état, et d’un point de vue d’efficience économique à court terme, une 

modélisation du VAR basée sur un modèle T-GARCH classique (modèle 5) donne des 

résultats légèrement meilleurs que le modèle 6. La figure 30 résume la performance in-sample 

de tous les modèles pour les trois séries.  

 

 



 86 

 

α = 0.01 Q Exceptions % H Zone 

DAX -2.4851 23 1.16 3 Vert 

NIKKEI 225 -2.4998 18 0.91 3 Vert 

DJA -2.4492 29 1.46 3 Vert 

Tableau X – Performance du modèle 5 de VAR basé sur la loi normale et un T-GARCH (1,1). 

 

 

Tableau XI – Performance du modèle 6 de VAR basé sur la fonction sinh-arcsinh et un T-

GARCH (1,1). 

 

α = 0.01 Q Exceptions % H Zone 

DAX -2.7414 11 0.55 3 Vert 

NIKKEI 225 -2.5842 16 0.81 3 Vert 

DJA -2.6107 17 0.86 3 Vert 
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Figure 28 - Convergence de la performance in-sample pour les modèles 4 et 6. 

 

 

Figure 29 – Modélisation du VAR pour le DAX selon le modèle 6. 
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Figure 30 – Comparaison des résultats du backtesting in-sample pour les six modèles de VAR 

et pour les trois indices boursiers. 
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6. Discussion 

Lors des tests d’ajustement, l’étude graphique des densités de probabilité, du logarithme des 

densités de probabilité et des QQ-plots a mis en évidence, pour les trois indices boursiers, que 

la fonction sinh-arcsinh modélise mieux les particularités de la densité de probabilité des 

résidus (dissymétrie et kurtosis) que les autres distributions testées. Plus spécifiquement, 

l’épaisseur des queues de la distribution et la vitesse de décroissance de la distribution de 

probabilité étaient beaucoup mieux modélisées avec la fonction sinh-arcsinh qu’avec les 

fonctions gaussiennes, de Student et GED, pour les données du DJA et du NIKKEI 225 

normalisées avec les modèles GARCH (1,1) et T-GARCH(1,1). Pour le DJA, les quantiles de 

la fonction sinh-arcsinh ajustée correspondent parfaitement à ceux de la distribution 

empirique. Ces résultats rejoignent les conclusions de Kuester (2006) et de Cont (2001) que 

les fonctions à quatre paramètres et plus modélisent mieux les données financières. 

Nous avons également étudié les indicateurs numériques que sont le MLE, l’AIC et le 

coefficient d’ajustement CA. Ceux-ci révèlent que les fonctions de Student, gen. hyperbolic et 

sinh-arcsinh sont bien supérieures à la fonction GED et à la loi normale pour modéliser la 

densité de probabilité. Ces observations rejoignent les conclusions de Hermsen (2010) et de 

Necula (2009) au sujet de la fonction gen. hyperbolic, et de Hansen et Lunde (2005) pour la 

fonction de Student. Cependant, le coefficient CA a mis en évidence que la fonction sinh-

arcsinh, non évoquée dans les articles cités ci-dessus, est plus proche de la distribution 

empirique que toutes les autres fonctions étudiées et, en particulier, que la fonction gen. 

hyperbolic pour les séries du DJA et du NIKKEI 225 obtenues avec les modèles GARCH et 

T-GARCH.  

Pour évaluer la qualité opérationnelle de la fonction sinh-arcsinh, nous avons testé plusieurs 

modèles simples de VAR, basés sur cette fonction, et nous les avons comparés à des modèles 

utilisant la loi normale ou la loi de Student. Le modèle combinant T-GARCH et fonction sinh-

arcsinh donne les meilleurs résultats. Dans le cas des séries leptokurtiques, l’utilisation de la 

fonction sinh-arcsinh a été plus efficace que celle de la loi normale pour prédire les valeurs 

out-of-sample et in-sample du VAR, aussi bien dans l’optique du régulateur que de la 

supervision interne, distinction notamment faite par Chen et al. (2010). Ces résultats 

rejoignent ceux de la littérature (notamment Bauer, 2002; Sadefo-Kamdem, 2007; Broda et 

Paolella, 2009), qui montrent que l’utilisation d’une fonction à quatre paramètres (gen. 

hyperbolic dans leurs cas) améliore la prédiction du VAR. L’intégration de telles hypothèses 
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dans les modèles utilisés dans l’industrie bancaire permettrait une plus juste quantification des 

risques et donc une meilleure optimisation des portefeuilles d’investissements. Cependant, 

nos modèles utilisant la fonction sinh-arcsinh présentent une imperfection. En effet, ils 

surestiment le risque, in-sample et out-of-sample : les pourcentages d’infractions réels sont 

systématiquement inférieurs aux pourcentages attendus. Notre modèle 5 (modèle T-GARCH 

(1,1) avec une loi de Student) a, de ce point de vue, des résultats de qualité similaire : les 

pourcentages rencontrés sont plus proches des pourcentages attendus mais le risque est 

légèrement sous-estimé au lieu d’être légèrement surestimé. Néanmoins, la surestimation du 

risque d’un modèle de VAR (donc un modèle cherchant à évaluer le quantile à 99 ou 99,9 % 

de la distribution de probabilité d’une perte) est moins dommageable que la sous-estimation. 

Le VAR donne en effet une valeur définie par rapport à la fréquence d’un événement (le 

dépassement du quantile à 99%), mais il ne donne aucune information sur la gravité des 

événements. La crise de 2008 a confirmé la difficulté à quantifier les pertes au-delà d’un 

certain niveau de confiance et d’internaliser le coût d’opportunité de la faillite d’une 

institution financière dû à la sous-estimation du risque. Le coût de la surestimation, par contre, 

peut se mesurer par le montant de la rémunération supplémentaire à fournir aux actionnaires 

ou le montant de capital supplémentaire à détenir. Bien que, à court terme la sous-estimation 

du risque ne soit peut-être pas plus dommageable que la surestimation, une légère 

surestimation se révèlera préférable à long terme.  

La surestimation du risque dans l’estimation du VAR avec la fonction sinh-arcsinh 

proviendrait de deux facteurs. Premièrement, l’existence de processus stochastiques non-

stationnaires (pour les paramètres des modèles GARCH et de la fonction sinh-arcsinh) 

rendrait nécessaire l’introduction d’un calibrage du modèle au cours du temps, opération que 

nous n’avons pas réalisée dans le cadre de ce mémoire. Dans ce travail nous avons ajusté les 

paramètres au moyen des 3000 premières observations puis nous les avons supposés 

invariants. La définition d’une fenêtre d’apprentissage plus courte (ici le poids de chaque 

observation est identique, peu importe la distance par rapport au moment de l’estimation) ou 

plus longue pourrait améliorer sensiblement les prévisions. Deuxièmement, les paramètres du 

modèle GARCH sont estimés par optimisation du MLE basé sur la loi normale ou la fonction 

de Student. Lorsque nous corrigions notre modèle en utilisant la fonction sinh-arcsinh pour 

estimer le VAR, les paramètres du GARCH n’étaient pas estimés en respectant l’hypothèse 

que les innovations avaient une densité de probabilité de type sinh-arcsinh. Cette 

problématique étant d’une complexité au-delà de l’ambition de ce mémoire, nous ne l’avons 



 91 

pas traitée. Néanmoins, l’intégration de la fonction sinh-arcsinh dans l’optimisation des 

paramètres du modèle GARCH, comme conseillé par Pederzolli (2006), pourrait faire l’objet 

d’un travail ultérieur, afin d’améliorer les prévisions des modèles développés, comme Broda 

et Paolella (2009) l’ont fait avec la fonction gen. hyperbolic.  
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7. Conclusions 

Au cours de ce mémoire, nous avons étudié les rendements journaliers de trois indices 

boursiers (le DAX, le DJA et le NIKKEI 225) sur une période allant du 26 novembre 1990 au 

23 mars 2011. L’objectif était de mettre en évidence la supériorité d’une famille de fonctions 

à quatre paramètres, les fonctions sinh-arcsinh, par rapport à d’autres fonctions 

traditionnellement utilisées, pour modéliser ces rendements dans l’optique de la gestion du 

risque de marché. Nous nous sommes donc focalisés sur la capacité à modéliser les valeurs 

extrêmes de ces rendements. A notre connaissance, une telle étude n’avait pas encore été 

réalisée. 

 Lors d’une première analyse exploratoire, nous avons mis en évidence la présence d’auto-

corrélations significatives, que nous avons neutralisées pour obtenir les innovations des 

processus stochastiques étudiés. Celles-ci ont révélé la présence d’un phénomène 

d’hétéroscédasticité, déjà mis en évidence par Engle (1982), Akgiray (1989) et Pederzoli 

(2006). Nous avons utilisé trois modèles pour modéliser la variance conditionnelle des résidus 

et les normaliser afin de pouvoir en étudier la distribution :  

� une méthode non-paramétrique basée sur les travaux de Parzen (1956); 

� un modèle GARCH (1,1) développé par Engle (1982) et Bollerslev (1986) ; 

� un modèle T-GARCH (1,1) dérivé des travaux des mêmes auteurs. 

L’utilisation de trois méthodes a permis de former trois ensembles de données dont les 

coefficients de kurtosis sont différents. La première méthode a fourni des résidus 

platykurtiques, tandis que les deux autres méthodes ont fourni des résidus leptokurtiques. 

Cette manière de procéder autorise l’étude de ces deux effets stylisés, typiques des données 

financières.  

A partir des données obtenues, nous avons effectué une série de tests d’ajustements pour des 

familles de fonctions courantes à deux ou trois paramètres (gaussienne, de Student, GED) et 

deux familles particulières, moins usitées, à quatre et cinq paramètres (sinh-arcsinh et gen. 

hyperbolic). Les paramètres de ces différentes densités de probabilités ont été estimés par 

maximum de vraisemblance, avec une solution analytique pour les fonctions courantes et une 

solution algorithmique pour la fonction sinh-arcsinh. Il ressort de nos analyses graphiques et 

numériques que la fonction sinh-arcsinh permet de mieux modéliser les rendements boursiers 
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leptokurtiques que les fonctions testées, en particulier que la loi normale. Pour deux des trois 

séries, elle s’est révélée supérieure à la distribution gen. hyperbolic. Elle reflète mieux 

l’épaisseur des queues des distributions et la vitesse de décroissance de la distribution de 

probabilité. L’ajustement global est également meilleur.  

L’utilité opérationnelle de la fonction sinh-arcsinh a ensuite été testée à travers la construction 

de plusieurs modèles de VAR, basés sur les modèles de variance précédemment cités. Par des 

procédures de backtesting, nous avons montré que les modèles utilisant la fonction sinh-

arcsinh aboutissaient à une surestimation du risque, mais permettaient des prévisions 

significativement meilleures que celles obtenues avec des modèles basés sur la loi normale. 

Ces modèles rencontrent également les exigences des régulateurs et permettraient d’améliorer 

la gestion interne des risques. Nous résultats montrent que la meilleure classe de modèles est 

celle utilisant le T-GARCH. Pour deux séries, le modèle utilisant un T-GARCH et une 

fonction de Student donnait des résultats plus proches du risque réel que le modèle basé sur la 

fonction sinh-arcsinh mais correspondait à une sous-estimation du risque, ce qui, dans le long 

terme, entraîne un coût d’opportunité difficilement quantifiable.  

Le modèle basé sur la fonction sinh-arcsinh pourrait être amélioré en mettant en œuvre un 

calibrage des paramètres au cours du temps et en intégrant la fonction sinh-arcsinh dans 

l’optimisation des paramètres du modèle GARCH, afin d’éviter le choix de paramètres sous-

optimaux. Enfin, un travail de traitement du cas multivarié avec la fonction sinh-arcsinh 

pourrait également être envisagé. Comme nous l’avons suggéré lors de la présentation de 

l’analyse en composantes indépendantes, la fonction sinh-arcsinh possède toutes les qualités 

pour être intégrée à cette méthode intéressante dans la définition de la structure de corrélation. 

Les tests d’ajustement réalisés dans ce mémoire confirment cette hypothèse. Un tel travail 

permettrait de rendre pleinement opérationnelle son utilisation puisque le monde réel est 

constitué d’investisseurs détenant un portefeuille de titres et non un seul actif.  

 

 

 

 

 

 



 95 

8. Bibliographie 

Ackert, L. F., & Racine, M. D. (1997). The economics of conditional 
heteroskedasticity: Evidence. Atlantic Economic Journal, 25, 371-385.  

Akaike, H. (1974). A new look at the statistical model identification. IEEE 
Transactions on Automatic Control 19, 716-723.  

Akgiray, V. (1989). Conditional heteroscedasticity in time series of stock returns: 
evidence and forecasts. The Journal of Business, 62, 55-80.  

Al Janabi, M. A. M. (2008). On the appropriate function of trading risk management 
units: Primary roles and rational use of internal models. Journal of Banking 
Regulation, 10, 68-87.  

Anderson, O. D. (1976). Time series analysis and forecasting : the Box-Jenkins 
approach. London: Boston, MA: Butterworths. 

Ané, T. (2005). Do Power GARCH models really improve value-at-risk forecasts? 
Journal of Economics and Finance, 29, 337-358.  

Artzner, P., Delbaen, F., Eber, J.-M., & Heath, D. (1999). Coherent risk measures of 
risks. Mathematical Finance, 9, 203-228.  

Bair, J., Henry, V., & Justens, D. (2006). Modèles mathématiques : Du réel au 
concret en passant par l'abstrait. Bruxelles et Liège: Ferrer et Céfal. 

Barndorff-Nielsen, O. E. (1978). Hyperbolic distributions and distributions on 
hyperbolae. Scandinavian Journal of Statistics, 5, 151-157.  

Bauer, C. (2000). Value at Risk using hyperbolic distributions. Journal of Economics 
and Business, 52, 455-457.  

BCBS. (2004). Basel II: international convergence of capital measurement and 
capital standards. A revised framework. Basel, Switzerland: Bank of 
International Settlements. 

Bera, A., & Higgins, M. (1995). On ARCH models : properties, estimation and testing. 
In L. Oxley, D. A. R. George, C. J. Robert & S. Sayer (Eds.), Surveys in 
econometrics (pp. 215-272). Oxford: Blackwell Scientific Publications. 

Bernanke, B. (1983). Non-monetary effects of the financial crisis in the propagation of 
the great depression. The American Enconomic Review, 73, 257-276.  

Bingham, N. H., & Kiesel, R. (2001). Hyperbolic and semi-parametric models in 
finance. Disordered and Complex Systems, 553, 275-280.  

Bluhm, H. H. W., & Yu, J. (2001). Forecasting volatility: evidence from the German 
stock market. In P. Franses & M. Mc Aleer (Eds.), Modelling and Forecasting 

Financial Volatility (pp. 173-193). 



 96 

Bollerslev, T. (1986). Generelized autoregressive conditional heroskedasticity. 
Journal of Econometrics, 31, 307-327.  

Bollerslev, T. (1990). Modelling the coherence in short-run nominal exchange rate, a 
multivariate generalized ARCH model. Review of Economics and Statistics, 
72, 498-505.  

Borne, P., Dauphin-Tanguy, G., Richard, J. P., Rotella, F., & Zambettakis, I. (1992). 
Modélisation et identification des processus (Vol. 2). Paris: Editions Technip. 

Botev, Z. I., Grotowski, J. F., & Kroese, D. P. (2010). Kernel density estimation via 
diffusion. Annals of Statistics, 38, 2916-2957.  

Box, G. E. P., Jenkins, G. M., & Reinsel, G. C. (1970). Time series analysis: 
forecasting and control (4 ed.). New-York: John Wiley & Sons, Inc. 

Broda, S., & Paolella, M. (2009). CHICAGO: a fast and accurate method for portfolio 
risk calculation. Journal of Financial Econometrics, 7, 412–436.  

Brown, K. C., & Reilly, F. K. (2009). Analysis of investments and management of 
portfolios: South-Western Cengage Learning. 

Cai, Z. (2009). Analysis of time series with applications in finance. University of North 
Carolina. Retrieved from http://www.math.uncc.edu/zcai/tse.html  

Chen, Y., Härdle, W., & Spokoiny, V. (2007). Portfolio Value at Risk based on 
independent component analysis. Journal of Computational and Applied 
Mathematics, 205, 594–607.  

Chen, Y., Härdle, W., & Spokoiny, V. (2010). Risk analysis with GH distributions and 
independant components. Journal of Empirical Finance, 17, 255-269.  

Christoffersen, P., Dorion, C., & Jacobs, C. (2010). Volatility components, affine 
restrictions and nonnormal innovations. Journal of Business and Economic 
Statistics, 28, 483-502.  

Cichocki, A., Stansell, S. R., Leonowicz, Z., & Buck, J. (2005). Independent variable 
selection: application of independent component analysis to forecasting a 
stock index. Journal of Asset Management, 6, 248-258.  

Cont, R. (2001). Empirical properties of asset returns: stylized facts and statistical 
issues. Quantitative Finance, 1, 223-226.  

Crama, Y. (2009). Operation Research. Notes de cours (Vol. 3): Université de Liège. 

Crouhy, M., Galai, D., & Mark, R. (2005). The essentials of risk management (1 ed.). 
New York: McGraw-Hill 

Curto, J., Pinto, J., & Tavares, G. (2009). Modeling stock markets' volatility using 
GARCH models with normal, Student's t and stable Paretian distributions. 
Statistical papers, 50, 311-321.  



 97 

Ding, Z., Granger, W. J., & Engle, R. F. (1993). A long memory property of stock 
market returns and a new model. Journal of Empirical Finance, 1, 83-106.  

Duffie, D., & Pan, J. (1997). An overview of Value at Risk. Journal of Derivatives, 4, 
7-49.  

Eberlein, E., & Keller, U. (1995). Hyperbolic distributions in finance. Bernoulli, 1, 281-
299.  

Embrechts, P., Klupperlberg, C., & Mikosch, T. (1997). Modelling extremal events for 
insurance and finance. Berlin: Springer - Verlag . 

Engle, R. F. (1982). Autoregressive conditional heteroscedasticity with estimates of 
the variance of United Kingdom inflation. Econometrica, 50, 987-1007.  

Hansen, P. R., & Lunde, A. (2005). A forecast comparison of volatility models: does 
anything beat a GARCH(1,1)? Journal of Applied Econometrics, 20, 873-889.  

Hermsen, O. (2010). The impact of the choice of VaR models on the level of 
regulatory capital according to Basel II. Quantitative Finance, 10, 1215-1224.  

Hyvärinen, A., Karhunen, J., & Oja, E. (2001). Independant component analysis. New 
York: John Wiley & Sons, Inc. 

Hyvärinen, A., & Oja, E. (2000). Independent component analysis: algorithms and 
applications. Neural Networks, 13, 411-430.  

Jarque, C., & Bera, A. (1980). Efficient tests for normality homoscedasticity and serial 
independence of regression residuals. Econometric Letters, 6, 255-259.  

Jaschke, S. R., & Jiang, Y. (2001). Approximating Value at Risk in conditional 
Gaussian models In W. Härdle, T. Kleinow & G. Stahl (Eds.), Applied 
Quantitative Finance (pp. 25-54). Berlin: Springer - Verlag. 

Jones, M. C., & Pewsey, A. (2009). Sinh-arcsinh distributions. Biometrika, 96, 761-
780.  

Jorion, P. (2006). Value at risk : The new benchmark for managing financial risk (3 
ed.). New York: McGraw-Hill. 

Kuester, K., Mittnik, S., & Paolella, M. (2006). Value-at-risk prediction: a comparison 
of alternative strategies. Journal of Financial Econometrics, 4, 53-89.  

Liu, S., & Heyde, C. C. (2008). On estimation in conditional heteroskedastic time 
series models under non-normal distributions. Statistical Papers, 49, 455-469.  

Lizieri, C., & Ward, C. (2001). The distribution of commercial real estate returns. In J. 
Knight & S. Satchell (Eds.), Returns and distribution in finance (pp. 47-74). 
Oxford: Butterworth Heinemann. 

Lopez, J. A. (1999 ). Methods for evaluating Value-at-Risk estimates. Federal 
Reserve Bank of San Francisco Economic Review, 2, 23-15. 



 98 

Lütkepohl, H., & Krätzig, M. (2004). Applied time series econometrics. Berlin: 
Humbolt Universität zu Berlin. 

Mandelbrot, B. (1963). The variation of certain speculative prices. The Journal of 
Business, 36, 394-419.  

Marinelli, C., D'Addona, S., & Rachev, S. T. (2007). A comparison of some univariate 
models for value-at-risk and expected shortfall. International Journal of 
Theoretical and Applied Finance, 10, 1043-1075.  

McNeil, A. (1999). Extreme value theory for risk managers. Internal Modelling and 
CAD II (Vol., pp. 93-113). London: RISK Books. 

Méon, P.-G., & Weill, L. (2010). Does financial intermediation matter for 
macroeconomic performance? Economic modelling, 27, 296-303.  

Merton, R. C. (1993). On the microeconomic theory of investment under uncertainty. 
In K. J. Arrow & M. D. Intriligator (Eds.), Handbook of Mathematical 
Economics (Vol. 2, pp. 601-669): Elsevier. 

Morgan, J. P. (1995). RiskMetrics-Technical Document. New York: Morgan Guaranty 
Trust Company, Global Research. 

Nadaraya, E. A. (1964). On estimating regression. Theory of Probability and its 
Applications 9, 141–142.  

Necula, C. (2009). Modelling heavy-tailed stock index returns using the generalized 
hyperbolic distribution. Romanian Journal of Economic Forecasting, 2, 118-
131.  

Nelder, J. A., & Mead, R. (1965). A simplex method for function minimization. 
Computer Journal, 7, 308-313.  

Nelson, D. B. (1991). Conditional heteroscedasticity in asset returns: a new 
approach. Econometrica, 59, 347-370.  

Pederzoli, C. (2006). Stochastic volatility and GARCH: a comparison based on UK 
stock data. European Journal of Finance, 12, 41-59.  

Rachev, S. T., & Mittnik, S. (2000). Stable Paretian models in finance. Chichester: 
John Wiley & Sons. 

Rosenblatt, M. (1956). Remarks on some nonparametric estimates of a density 
function. Annals of Mathematical Statistics 27, 832-837.  

Sadefo-Kamdem, J. (2007). VaR and ES for linear portfolios with mixture of elliptic 
distributions risk factors. Computing and Visualization in Science, 4, 197-210.  

Schoutens, W. (2003). Levy processes in finance - Pricing financial derivatives. New 
York: John Wiley & Sons Inc. 

Schuster, E. F. (1985). Incorporating support constraints into nonparametric 



 99 

estimators of densities. Communications in Statististics, A14, 1123-1136.  

Stiglitz, J. (2010). Freefall : free markets and the sinking of the global economy 
London: Allen Lane. 

Taylor, S. (1986). Modelling financial time series. New-York: John Wiley & Sons Inc. 

Thadewald, T., & Büning, H. (2007). Jarque - Bera Test and its competitors for 
testing normality - A power comparison. Journal of Applied Statistics, 34, 87-
105.  

Watson, G. (1964). Smooth regression analysis. Sankhya Series, 26, 359-372.  

Weron, R., & Misiorek, A. (2006). Short-term electricity price forecasting with time 
series models: a review and evaluation. In W. Mielczarski (Ed.), Complex 
Electricity Markets (Vol. 231-254). Wroclaw: Hugo Steinhaus Center, Wroclaw 
University of Technology. 

 

Références également consultées :  

Angelidis, T., & Benos, A. (2008). Value-at-Risk for Greek stocks. Multinational 
Finance Journal, 12, 67-105.  

Barndorff-Nielsen, O. E. (1977). Exponentially decreasing distributions for the 
logarithm of particle size. Proceedings of the Royal Society of London, 353, 
401-419.  

Bellini, F., & Salinelli, E. (2003). Independent component analysis and immunization: 
an exploratory study. International Journal of Theoretical and Applied Finance, 
6, 721-738.  

Berkowitz, J., & O'Brien, J. (2002). How accurate are Value-at-Risk models at 
commercial banks? The Journal of Finance, 57, 1093-1112.  

Chapelle, A., Crama, Y., Hübner, G., & Peters, J.-P. (2008). Practical methods for 
measuring and managing operational risk in the financial sector: a clinical 
study. Journal of Banking and Finance, 32, 1049-1061.  

Chen, S. X., & Tang, C. Y. (2005). Nonparametric inference of value at risk for 
dependent financial returns. Journal of Financial Econometrics, 3, 227-255.  

Committee B. (1999). Consultative paper on a new capital adequacy framework. . 
Basel.  

De Schepper, A., & Heijnen, B. (2010). How to estimate the Value at Risk under 
incomplete information. Journal of Computational and Applied Mathematics, 
233, 2213-2226.  

Degiannakis, S. (2004). Volatility forecasting: evidence from a fractional integrated 
asymmetric power ARCH skewed-t model. Applied Financial Economics, 14, 



 100 

1333-1342.  

Elliott, R. J., & Miao, H. (2009). VaR and expected shortfall: a non-normal regime 
switching framework. Quantitative Finance, 9, 747-755.  

Han, Y., & Fyfe, C. (2002). Finding underlying factors in time series. Cybernetics and 
Systems: an International Journal, 33, 297–323.  

Hendricks, D. (1996). Evaluation of value-at-risk models using historical data. FRBNY 
Economic Policy Review, 2, 39-69. 

Karanasos, M. (2001). Prediction in ARMA models with GARCH in mean effects. 
Journal of Time series Analysis, 22, 555-576.  

Law, A. M., & Kelton, W. D. (2000). Simulation modelling and analysis (3 ed.): 
McGraw-Hill International Series. 

Mandelbrot, B. (1967). The variation of some other speculative prices. The Journal of 
Business, 40, 393-413.  

Resti , A., & Omacini, C. (2001). Analytical and empirical features of internal ratings: 
an empirical consistency test based on statistical models. Economic Notes, 
30, 457-489.  

Sjöberg, L., & Engelberg, E. (2009). Attitudes to economic risk taking, sensation 
seeking and values of business students specializing in finance. The Journal 
of Behavioral Finance, 10, 33-43.  

Stoyanov, S. V., Racheva-Iotova, B., Rachev, S. T., & Fabozzi, F. J. (2010). 
Stochastic models for risk estimation in volatile markets: a survey. Annals of 
Operation Research, 176, 293-309.  

Wu, E. H. C., Yu, P. L. H., & Li, W. K. (2006). Value-at-risk estimation using 
independent component analysis-generalized autoregressive conditional 
heteroscedasticity (ICA-GARCH) models. International Journal of Neural 
Systems, 16, 371–382.  

 

Sites web consultés: 

http://rgm2.lab.nig.ac.jp/ 

http://cran.r-project.org/ 

http://www.mathworks.com/ 

 

 



 101 

 

 

 

 

 

9. ANNEXES 

 

 

 



 102 



 103 

 

 A. 1– Steps in computing VAR (Jorion, 2006). 
 
 

 
 
Figure A.1 – Etapes pour calculer le VAR. un exemple. (Jorion, 
2006) 
 
A. 2 – Analyse exploratoire 
 
A. 2.1 - Test de kolmogorov –Smirnov et du Chi-carré pour les rendements du DAX, du 
NIKKEI 225 et du DJA. 
 

 
 
 
 
 
 
 
 
 
 
 
 
 

 

Variable: DAX R, Distribution : Normale (Serie 1.sta)
Kolmogorov-Smirnov, d= 0.06965, p < 0.01, Lilliefors p < 0.01
Chi-Deux = 308.82194, dl = 3 (ajustés) , p = 0.00000

Borne
Sup.

Observé
(effectifs)

Cumul
Observé

%age
Observé

% Cumulé
Observé

Théorique
(effectifs)

Cumul
Théorique

%age
Théorique

<= -0.10000
-0.08000
-0.06000
-0.04000
-0.02000
0.00000
0.02000
0.04000
0.06000

0 0 0.00000 0.0000 0.000 0.000 0.00000
1 1 0.02005 0.0200 0.000 0.000 0.00000
9 10 0.18043 0.2005 0.095 0.095 0.00190

51 61 1.02245 1.2229 14.549 14.644 0.29168
267 328 5.35285 6.5758 395.143 409.787 7.92188

2013 2341 40.35686 46.9326 2031.320 2441.107 40.72413
2322 4663 46.55172 93.4844 2095.377 4536.484 42.00836
281 4944 5.63352 99.1179 434.311 4970.795 8.70712
29 4973 0.58140 99.6993 17.086 4987.881 0.34254
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Variable: NIKKEI R, Distribution : Normale (Serie 1.sta)
Kolmogorov-Smirnov, d= 0.05020, p < 0.01, Lilliefors p < 0.01
Chi-Deux = 145.21581, dl = 3 (ajustés) , p = 0.00000

Borne
Sup.

Observé
(effectifs)

Cumul
Observé

%age
Observé

% Cumulé
Observé

Théorique
(effectifs)

Cumul
Théorique

%age
Théorique

% Cumulé
Théorique

<= -0.12000
-0.10000
-0.08000
-0.06000
-0.04000
-0.02000
0.00000
0.02000
0.04000
0.06000
0.08000

0 0 0.00000 0.0000 0.000 0.000 0.00000
1 1 0.02005 0.0200 0.000 0.000 0.00000
3 4 0.06014 0.0802 0.000 0.000 0.00001
7 11 0.14034 0.2205 0.241 0.241 0.00483

38 49 0.76183 0.9824 23.144 23.386 0.46400
359 408 7.19727 8.1796 461.621 485.007 9.25464

2094 2502 41.98075 50.1604 2015.090 2500.097 40.39876
2129 4631 42.68244 92.8428 2008.130 4508.227 40.25923
306 4937 6.13472 98.9775 456.801 4965.028 9.15800
37 4974 0.74178 99.7193 22.736 4987.765 0.45582
12 4986 0.24058 99.9599 0.235 4988.000 0.00471  

 
 

Variable: DJA R, Distribution : Normale (Serie 1.sta)
Kolmogorov-Smirnov, d= 0.06971, p < 0.01, Lilliefors p < 0.01
Chi-Deux = 13.48763, dl = 1 (ajustés) , p = 0.00024

Borne
Sup.

Observé
(effectifs)

Cumul
Observé

%age
Observé

% Cumulé
Observé

Théorique
(effectifs)

Cumul
Théorique

%age
Théorique

<= -0.10000
-0.08000
-0.06000
-0.04000
-0.02000
0.00000
0.02000
0.04000
0.06000
0.08000
0.10000
0.12000
< Infini

0 0 0.00000 0.0000 0.000 0.000 0.00000
1 1 0.02005 0.0200 0.000 0.000 0.00000
4 5 0.08019 0.1002 0.000 0.000 0.00000

20 25 0.40096 0.5012 0.620 0.620 0.01244
141 166 2.82678 3.3280 160.704 161.324 3.22181

2199 2365 44.08581 47.4138 2270.337 2431.662 45.51598
2473 4838 49.57899 96.9928 2371.036 4802.697 47.53480
130 4968 2.60626 99.5990 184.512 4987.209 3.69911
15 4983 0.30072 99.8998 0.791 4988.000 0.01586
3 4986 0.06014 99.9599 0.000 4988.000 0.00000
1 4987 0.02005 99.9800 0.000 4988.000 0.00000
1 4988 0.02005 100.0000 0.000 4988.000 0.00000
0 4988 0.00000 100.0000 0.000 4988.000 0.00000  

 
*** Mon, 18 Apr 2011 12:24:32 *** DAX-returns 
T = 4988 
 
DESCRIPTIVE STATISTICS: 
 
variable        mean         min          max          std. dev.    
var1            3.89749e-04 -9.39938e-02  1.14020e-01  1.46598e-02 
 
JARQUE-BERA TEST for "DAX-returns" 
 
test statistic:            5512.0021    
 p-Value(Chi^2):      0.0000       
skewness:                  0.0658       
kurtosis:                  8.1482       
 
*** Mon, 18 Apr 2011 12:27:46 *** NIKKEI-returns 
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T= 4988 
 
DESCRIPTIVE STATISTICS: 
 
variable        mean         min          max          std. dev.    
var2           -4.71182e-05 -1.14064e-01  1.41503e-01  1.53768e-02 
 
JARQUE-BERA TEST  
 
test statistic:            5134.5097    
 p-Value(Chi^2):      0.0000       
skewness:                  0.0505       
kurtosis:                  7.9694       
 
*** Mon, 18 Apr 2011 12:28:32 *** DJA-returns 
T = 4988 
 
DESCRIPTIVE STATISTICS: 
 
variable        mean         min          max          std. dev.    
var3            3.45049e-04 -8.32767e-02  1.06156e-01  1.10115e-02 
 
JARQUE-BERA TEST  
 
test statistic:            13676.4619   
 p-Value(Chi^2):       0.0000       
skewness:                 -0.0505       
kurtosis:                  11.1114      
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A. 2.2 – Histogramme des rendements. 

Variable: DAX LR, Distribution : Normale
Test du Chi² =  768.53073, dl = 10 (ajustés) , p = 0.00000
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Figure A.2 – Histogramme des rendements pour le DAX 
 
 

Variable: NIKKEI R, Distribution : Normale
Test du Chi² =  309.50325, dl = 8 (ajustés) , p = 0.00000

-0
.1

37
1

-0
.1

28
0

-0
.1

18
9

-0
.1

09
7

-0
.1

00
6

-0
.0

91
4

-0
.0

82
3

-0
.0

73
1

-0
.0

64
0

-0
.0

54
9

-0
.0

45
7

-0
.0

36
6

-0
.0

27
4

-0
.0

18
3

-0
.0

09
1

0.
00

00
0.

00
91

0.
01

83
0.

02
74

0.
03

66
0.

04
57

0.
05

49
0.

06
40

0.
07

31
0.

08
23

0.
09

14
0.

10
06

0.
10

97
0.

11
89

0.
12

80
0.

13
71

0.
14

63
0.

15
54

0.
16

46
0.

17
37

0.
18

29

Catégorie (limites sup.)

0

200

400

600

800

1000

1200

1400

1600

1800

N
br

e 
d'

ob
se

rv
at

io
ns

 
Figure A.3 – Histogramme des rendements pour le NIKKEI 225 
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Variable: DJA R, Distribution : Normale
Test du Chi² =  620.38007, dl = 7 (ajustés) , p = 0.00000
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Figure A.4 – Histogramme des rendements pour le DJA 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 



 108 

A. 2.3 - ACF et PACF 
 
 

 
 
 
Figure A. 5 – ACF et PACF pour les rendements du NIKKEI 225 
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Figure A.6  – ACF et PACF pour les rendements du DJA 
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Figure A.7  – ACF et PACF pour les rendements du DAX 
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A. 2.4 – Graphique des rendements 
 

 
Figure A. 8 – Rendements du DJA au cours du temps 

 
Figure A. 9 – Rendements du NIKKEI 225  au cours du temps 
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A. 2.5 - Modèles ARIMA. Rapports de JMULTI 
 
 
*** Sun, 3 Apr 2011 16:26:32 *** DAX-Returns 
 
T = 4987 
Model:  ARIMA(3,1,3) 
 
Final Results: 
 
Iterations Until Convergence:   7 
 
Log Likelihood:  13989.101526         Number of Residuals: 4987   
AIC           :  -27966.203052         Error Variance     : 0.000214193       
SBC           :  -27927.115514         Standard Error     : 0.014635347       
 
DF: 4981    Adj. SSE: 1.068745508          SSE: 1.066897193       
 
Dependent Variable:     DAX_R  
 
            Coefficients     Std. Errors      T-Ratio    Approx. Prob. 
AR1          -0.60096697      0.15780002     -3.80841          0.00014 
AR2          -0.53824286      0.15629200     -3.44383          0.00058 
AR3          -0.06459504      0.01467536     -4.40160          0.00001 
MA1           0.41279104               .            .                . 
MA2           0.07903221               .            .                . 
MA3           0.50817670               .            .                . 
 
 
Total Computation Time: 0.36 (seconds) 
 
AR Roots and Moduli: 
 
Real :   -7.35369  -0.48944  -0.48944  
Imag.:    0.00000   1.36589  -1.36589  
Mod. :    7.35369   1.45093   1.45093  
 
MA Roots and Moduli: 
 
Real :   -0.57776  -0.57776   1.00000  
Imag.:    1.27828  -1.27828   0.00000  
Mod. :    1.40279   1.40279   1.00000 
 
 
*** Sun, 3 Apr 2011 18:19:45 *** NIKKEI-Returns 
 
T = 4988 
Model:  ARIMA(0,0,2) 
 
Final Results: 
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Iterations Until Convergence:   2 
 
Log Likelihood:  13753.994751         Number of Residuals: 4988   
AIC           :  -27503.989501         Error Variance     : 0.000235851       
SBC           :  -27490.959920         Standard Error     : 0.015357440       
 
DF: 4986    Adj. SSE: 1.175954008          SSE: 1.175952869       
 
Dependent Variable:  NIKKEI_R  
 
            Coefficients     Std. Errors      T-Ratio    Approx. Prob. 
MA1           0.03471803      0.01415141      2.45333          0.01419 
MA2           0.04192173      0.01415254      2.96214          0.00307 
 
 
Total Computation Time: 0.11 (seconds) 
 
MA Roots and Moduli: 
 
Real :   -5.31566   4.48749  
Imag.:    0.00000   0.00000  
Mod. :    5.31566   4.48749 
 
*** Sun, 3 Apr 2011 18:11:12 *** DJA-Return 
T = 4988 
Model:  ARIMA(6,0,7) 
 
Final Results: 
 
Iterations Until Convergence:  64 
 
Log Likelihood:  15442.806905         Number of Residuals: 4988   
AIC           :  -30859.613810         Error Variance     : 0.000120090       
SBC           :  -30774.921536         Standard Error     : 0.010958548       
 
DF: 4975    Adj. SSE: 0.597458603          SSE: 0.597446630       
 
Dependent Variable:     DJA_R  
 
            Coefficients     Std. Errors      T-Ratio    Approx. Prob. 
AR1          -0.39902972      0.13004757     -3.06834          0.00216 
AR2          -0.19161792      0.13668064     -1.40194          0.16100 
AR3          -0.17107741      0.13898894     -1.23087          0.21843 
AR4           0.07853638      0.13885757      0.56559          0.57170 
AR5          -0.56496284      0.13433094     -4.20575          0.00003 
AR6          -0.31467718      0.12194157     -2.58056          0.00989 
MA1          -0.37092902      0.12949910     -2.86434          0.00420 
MA2          -0.12963300      0.13549673     -0.95672          0.33875 
MA3          -0.18570910      0.13719647     -1.35360          0.17593 
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MA4           0.10237847      0.13710381      0.74672          0.45527 
MA5          -0.54125543      0.13249968     -4.08496          0.00004 
MA6          -0.30438681      0.12009263     -2.53460          0.01129 
MA7           0.10604167      0.01513699      7.00546          0.00000 
 
Total Computation Time: 5.81 (seconds) 
 
AR Roots and Moduli: 
 
Real :   -1.95940   0.88468   0.88468  -1.14489  -0.23021  -0.23021  
Imag.:    0.00000   0.69591  -0.69591   0.00000   1.03205  -1.03205  
Mod. :    1.95940   1.12558   1.12558   1.14489   1.05741   1.05741  
 
MA Roots and Moduli: 
 
Real :    4.09439   0.87952   0.87952  -1.26695  -1.26695  -0.22454  
Imag.:    0.00000   0.72530  -0.72530   0.15258  -0.15258   1.01877  
Mod. :    4.09439   1.14000   1.14000   1.27610   1.27610   1.04322  
 
Real :   -0.22454  
Imag.:   -1.01877  
Mod. :    1.04322 
 
A. 2.6 - Test de normalité et d’auto-corrélation des résidus 
 
*** Mon, 18 Apr 2011 11:50:47 *** DAX-Résidus      
PORTMANTEAU TEST with 25 lags 
  
Portmanteau:               28.3609         
 p-Value (Chi^2):         0.2915          
Ljung & Box:               28.4488         
 p-Value (Chi^2):         0.2876                
         
*** Sun, 3 Apr 2011 18:18:55 *** 
 
JARQUE-BERA TEST: 
 
test statistic:            5259.0683 
 p-Value(Chi^2):     0.0000         
skewness:                 0.0324 
kurtosis:                   8.0304    
  
 
 
*** Sun, 3 Apr 2011 18:18:55 *** NIKKEI-Résidus 
 
PORTMANTEAU TEST with 30 lags 
 
Portmanteau:               45.9105      
 p-Value (Chi^2):          0.0178       
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Ljung & Box:               46.0872      
 p-Value (Chi^2):          0.0171       
 
*** Sun, 3 Apr 2011 18:18:55 *** 
 
JARQUE-BERA TEST: 
 
test statistic:            4986.6374    
 p-Value(Chi^2):     0.0000       
skewness:                  0.0174       
kurtosis:                  7.8982       
 
*** Sun, 3 Apr 2011 18:12:13 *** DJA-Résidus 
 
PORTMANTEAU TEST with 29 lags 
 
Portmanteau:               24.2888      
 p-Value (Chi^2):          0.0834       
Ljung & Box:               24.3922      
 p-Value (Chi^2):          0.0813       
 
*** Sun, 3 Apr 2011 18:12:13 *** 
JARQUE-BERA TEST: 
 
test statistic:            10952.0114   
 p-Value(Chi^2):      0.0000       
skewness:                 -0.1086       
kurtosis:                  10.2560      
 
DETECTION D’EFFET ARCH 
 
*** Mon, 18 Apr 2011 12:30:11 *** 
T = 4987 
 
ARCH-LM TEST with 2 lags for "Résidus_DAX" 
 
test statistic:            426.0054     
 p-Value(Chi^2):       0.0000       
F statistic:               232.9063     
 p-Value(F):               0.0000       
 
*** Mon, 18 Apr 2011 12:30:17 *** 
T = 4987 
 
ARCH-LM TEST with 2 lags for "Résidus_NIKKEI" 
 
test statistic:            744.8261     
 p-Value(Chi^2):      0.0000       
F statistic:               437.8309     
 p-Value(F):               0.0000       
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*** Mon, 18 Apr 2011 12:30:21 *** 
T = 4987 
 
ARCH-LM TEST with 2 lags for "Résidus_DJA" 
 
test statistic:            689.3011     
 p-Value(Chi^2):      0.0000       
F statistic:               399.9542     
 p-Value(F):              0.0000       
 
 
A. 3 - Estimation de la variance. 
 
 
A. 3.1 - DAX GARCH (1,1) vs Kernel 

 
Figure A.10 – Comparaison de la variance conditionnelle  du DAX estimée par un GARCH 
(1,1) et une méthode non-paramétrique. 
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A. 3.2 - DJA GARCH (1,1) vs Kernel 

 
Figure A.10 – Comparaison de la variance conditionnelle  du DJA estimée par un GARCH 
(1,1) et une méthode non-paramétrique. 
 
 

 
 

Figure A. 11 – Résidus filtrés par l’estimateur non paramétrique de la variance pour le DAX. 
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A. 3.3 - NIKKEI 225 GARCH (1,1) vs Kernel 
 

 
Figure A.12 – Comparaison de la variance conditionnelle  du NIKKEI 225  estimée par un 
GARCH (1,1) et une méthode non-paramétrique. 
 

 
 

Figure A. 13 – Résidus filtrés par l’estimateur non paramétrique de la variance pour le DAX. 
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A. 4 – Tests d’ajustement 
 
A. 4.1 – Estimations des paramètres 
 
A 4.1.1 – DAX 
 

DAX 

Ajustement/paramètre Mu Sigma Nu Lambda Alpha Beta 

Normal -0.0106 1.0002 - - - - 

Student-t 0.0069 0.8728 8.98998 - - - 

GED -0.3971 1.16634 - - -0.2222  

Gen. Hyperbolic 0.0456 1.9398 - - 1.5 1.4647 -0.0271 

Sinh-arcsinh 0.0947 0.6466 - 0.7678 - -0.077 

. 

Ajustement MLE AIC 

Normal -7076.53 14157.06 

Student-t -6966.72 13939.44 

GED -7492.65 14991.3 

Gen. Hyperbolic -6970.598 13951.2 

Sinh-arcsinh -6975.30 13958.6 

Tableau A.1 - Paramètres des fonctions utilisées pour ajuster les résidus filtrés par un GARCH(1,1), 

estimés par maximum de vraisemblance et valeurs du MLE pour les différents ajustements réalisés pour 

la série DAX. 

 
 
 
 



 120 

DAX 

Ajustement/paramètre Mu Sigma Nu Lambda Alpha Beta 

Normal -0.0111 1.01441 - - - - 

Student 0.0076 0.879918 8.82803 - - - 

GED -0.407854 1.24256 - - -0.21251 - 

Gen. Hyperbolic 0.0465 1.9373 - -1.5 1.4171 -0.0266 

Sinh-arcsinh 0.0992 0.6461 - 0.7623 - -0.0798 

 

Ajustement MLE AIC 

Normal -7147.09 14290.18 

Student-t -7017.9 14029.8 

GED -7709.51 15413.02 

Gen. Hyperbolic -7023.3 14036.6 

Sinh-arcsinh -7031.79 14055.58 

Tableau  A. 2 – Paramètres des fonctions utilisées pour ajuster les résidus filtrés par un T-GARCH(1,1), 

estimés par maximum de vraisemblance et valeurs du MLE pour les différents ajustements réalisés pour 

la série DAX. 

 
 
A. 4.1.2 - NIKKEI 
 

NIKKEI 225 

Ajustement/paramètr
e 

Mu Sigma Nu Lambda Alpha Beta 

Normal 0.01296 0.9866 - - - - 
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Student 0.01297 0.9865 3.1349e+6 - - - 

GED -0.3531 0.9782 - - -0.2468 - 

Gen. Hyperbolic 0.5061 25.9278 - -1.3863 26.6192 -0.5051 

Sinh-arcsinh -0.0059 1.0403 - 1.0375 - 0.0142 

 

Ajustement MLE AIC 

Normal -6980.39 13964.78 

Student-t -6980.39 13964.78 

GED -6987.63 13981.26 

Gen. Hyperbolic -6980.56 13969.12 

Sinh-arcsinh -6979.53 13967.05 
 

Tableau A. 3 – Paramètres des fonctions utilisées pour ajuster les résidus filtrés par une méthode non-
paramétrique, estimés par maximum de vraisemblance.et valeurs du MLE pour les différents 
ajustements réalisés pour la série NIKKEI 225. 
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NIKKEI 225 

Ajustement/paramètre Mu Sigma Nu Lambda Alpha Beta 

Normal -0.0108 1.0004 - - - - 

Student-t -0.0031 0.8787 8.8275 - - - 

GED -0.4260 1.0444 - - -0.1664 - 

Gen. Hyperbolic 0.0167 1.9218 - -1.37 1.4833 -0.0136 

Sinh-arcsinh 0.0377 0.6607 - 0.7734 - -0.0343 

 

Ajustement MLE AIC 

Normal -7077.65 14159.3 

Student-t -7010.82 14027.64 

GED -7311.1 14628.2 

Gen. Hyperbolic -7011.59 14033.18 

Sinh-arcsinh -7013.88 14035.76 

Tableau  A. 4  – Paramètres des fonctions utilisées pour ajuster les résidus filtrés par un GARCH(1,1), 

estimés par maximum de vraisemblance et valeurs du MLE pour les différents ajustements réalisés pour 

la série NIKKEI 225. 
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NIKKEI 225 

Ajustement/paramètre Mu Sigma Nu Lambda Alpha Beta 

Normal -0.0106 1.0026 - - - - 

Student -0.0023 0.8767 8.6027 - - - 

GED -0.4263 1.0554 - - -0.1677 - 

Gen. Hyperbolic 0.0175 1.8994 - -1.37 1.4495 -0.0136 

Sinh-arcsinh 0.0393 0.6568 - 0.77 - -0.0355 

 

Ajustement MLE AIC 

Normal -7088.6 14173.2 

Student-t -7015.35 14024.7 

GED -7340.00 14674 

Gen. Hyperbolic -7016.6 14023.2 

Sinh-arcsinh -7020.47 14032.94 

 
Tableau  A. 5 – Paramètres des fonctions utilisées pour ajuster les résidus filtrés par un T-
GARCH(1,1), estimés par maximum de vraisemblance et valeurs du MLE pour les différents 
ajustements réalisés pour la série NIKKEI 225 
 
 
 
A. 4.1.3 - DJA 
 

DJA 

Ajustement/paramètre Mu Sigma Nu Lambda Alpha Beta 

Normal 0.073582 0.98530 - - - - 

Student 0.073595 0.9852 3.8707e+6 - - - 



 124 

GED -0.2734 0.9916 - -0.2867 - - 

Gen. Hyperbolic -0.9010 25.8925 - -2.4939 26.6479 1 

Sinh-arcsinh 0.1188 1.1342 - 1.1045 - -0.0341 

 

 

Ajustement MLE AIC 

Normal -6982.25 13968.5 

Student-t -6982.25 13968.5 

GED -6970.78 13947.56 

Gen. Hyperbolic -6982.72 13973.44 

Sinh-arcsinh -6977.38 13962.76 

Tableau A. 6 – Paramètres des fonctions utilisées pour ajuster les résidus filtrés par une méthode non-
paramétrique, estimés par maximum de vraisemblance et valeurs du MLE pour les différents 
ajustements réalisés pour la série DJA 

 
 

DJA 

Ajustement/paramètre Mu Sigma Nu Lambda Alpha Beta 

Normal 0.0442 0.9986 - - - - 

Student-t 0.0633 0.8579 7.72549 - - - 

GED -0.3766 1.09956 - - -0.1656  

Gen. Hyperbolic 0.0749 2.0751 - -2.58 0.9038 -0.0071 

Sinh-arcsinh    -   

 

Ajustement MLE AIC 

Normal -7068.88 14141.76 

Student-t -6976.23 13958.46 
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GED -7448.09 14902.18 

Gen. Hyperbolic -6976.54 13963.08 

Sinh-arcsinh  13954.9 

 
Tableau  A. 7 – Paramètres des fonctions utilisées pour ajuster les résidus filtrés par un 
GARCH(1,1), estimés par maximum de vraisemblance et valeurs du MLE pour les différents 
ajustements réalisés pour la série DJA. 
 
 

DJA 

Ajustement/paramètre Mu Sigma Nu Lambda Alpha Beta 

Normal 0.0444 1.0014 - - - - 

Student 0.0637 0.8594 7.6947 - - - 

GED 0.3768 1.1047 - - -0.1669  

Gen. Hyperbolic 0.0751 2.0760 - -2.58 0.8927 -0.0070 

Sinh-arcsinh 0.1329 0.6301 - 0.7548 - -0.0653 

 

Ajustement MLE AIC 

Normal -7082.68 14161.36 

Student-t -6988.08 13970.16 

GED -7464.28 14922.56 

Gen. Hyperbolic -6988.5 13967 

Sinh-arcsinh -6986.07 13964.14 

 
Tableau  A. 8 – Paramètres des fonctions utilisées pour ajuster les résidus filtrés par un T-
GARCH(1,1), estimés par maximum de vraisemblance et valeurs du MLE pour les différents 
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ajustements réalisés pour la série DJA 
 
 
 
 
 
 
A. 4.2 – Analyse graphique 
 
A. 4.2.1 –DAX 
A. 4.2.1.1 Modèle T-GARCH 
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Figure A. 14 - Ajustement de fonctions sur la distribution historique des valeurs  du DAX et  
comparaison entre le logarithme de la densité de probabilité des lois normale, de Student, 
gen. hyperbolic, sinh-arcsinh, et  de la distribution de probabilité empirique, pourle DAX. 

 
Figure A. 15 - Ajustements de fonctions au niveau des queues de la distribution empirique 
pour le DAX 
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Figure A. 15 bis – QQ-plot pour les rendements du DAX 
 
A. 4.2.2 – NIKKEI 
A. 4.2.2.1 – Modèle non-paramétrique 
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Figure A. 16 –Ajustement de fonctions sur la distribution historique des valeurs  du NIKKEI 
225 et comparaison entre le logarithme de la densité de probabilité des lois normale, de 
Student, gen. hyperbolic, sinh-arcsinh, et  de la distribution de probabilité empirique, pourle 
NIKKEI 225 
. 
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A. 4.2.2.2 – Modèle GARCH (1,1) 

 
Figure A. 17 –Ajustement de fonctions sur la distribution historique des valeurs  du   225 et 
Comparaison entre le logarithme de la densité de probabilité des lois normale, de Student, 
gen. hyperbolic, sinh-arcsinh, et  de la distribution de probabilité empirique, pourle NIKKEI 
225. 
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Figure A. 18 - Ajustements de fonctions au niveau des queues de la distribution empirique 
pour le NIKKEI 225 
 
A.4.2.2.3 – Modèle T-GARCH (1,1) 
 

 
Figure A. 19 – Comparaison entre le logarithme de la densité de probabilité des lois normale, 
de Student, gen. hyperbolic, sinh-arcsinh, et  de la distribution de probabilité empirique, pour 
le NIKKEI 225. 
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Figure A. 20 - Ajustement de fonctions sur la distribution historique des valeurs  du NIKKEI 
225 et Ajustements de fonctions au niveau des queues. 
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Figure A. 21 – QQ plot pour les rendements du NIKKEI 225 
 
 
A. 4.2.3 – DJA 
A. 4.2.3.1 – Modèle non-paramétrique 
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Figure A. 22 –Ajustement de fonctions sur la distribution historique des valeurs  du NIKKEI 
225 et comparaison entre le logarithme de la densité de probabilité des lois normale, de 
Student, gen. hyperbolic, sinh-arcsinh, et  de la distribution de probabilité empirique, pour.le 
NIKKEI 225 
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A. 4.2.3.2 Modèle GARCH (1,1) 

 
Figure A. 23 –Ajustement de fonctions sur la distribution historique des valeurs  du DJA et  
comparaison entre le logarithme de la densité de probabilité des lois normale, de Student, 
gen. hyperbolic, sinh-arcsinh, et  de la distribution de probabilité empirique, pour le DJA. 
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Figure A. 24 - Ajustements de fonctions au niveau des queues fonctions sur la distribution 
historique des valeurs  du NIKKEI 225 
 
 

A. 4.3 – Coefficient d’ajustement CA 
B.  

Fit-stat NORMAL STUDENT GHYP SHASH 
DAX 1 1.6481 1.6522 1.6684 1.4369 
DJA 1 1.5723 1.5752 1.6222 2.122 

NIKKEI 1 1.1838 1.1856 1.1993 1.2946 
     

DAX 2 2.2746 0.7019 0.5136 0.5217 
DJA 2 3.5958 0.6477 0.5535 0.5469 

NIKKEI 2 2.9129 0.8212 0.6744 0.4723 
     

DAX 3 2.0526 0.6204 0.4625 0.549 
DJA 3 3.5531 0.642 0.5582 0.5578 

NIKKEI 3 2.7485 0.7377 0.6126 0.4957 
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A. 5 – Modélisation du VAR 
 
 
A. 5.1 – graphique modèle III 
 

 
Figure A. 25 - Modélisation du VAR pour le DAX selon le modèle III 
 

 
Figure A. 26 - Modélisation du VAR pour le DJA selon le modèle III 
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Figure A. 27 - Modélisation du VAR pour le NIKKEI 225 selon le modèle III 
 
 
A. 5.2 – graphique modèle IV 
 

 
Figure A. 28 - Modélisation du VAR pour le NIKKEI 225 selon le modèle IV 
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Figure A. 98 - Modélisation du VAR pour le DJA 225 selon le modèle IV 
 
 
 
 
A. 5.3 – graphique modèle V 
 

 
Figure A. 25 - Modélisation du VAR pour le DAX selon le modèle V 
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Figure A. 26 - Modélisation du VAR pour le DJA selon le modèle V 
 

 
Figure A. 25 - Modélisation du VAR pour le NIKKEI 225  selon le modèle V 
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A. 5.4 – graphique modèle VI 
 

 
Figure A. 26 - Modélisation du VAR pour le NIKKEI 225  selon le modèle VI 
 

 
Figure A. 26 - Modélisation du VAR pour le DJA  selon le modèle VI 
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A. 5.7 – Backtesting in-sample 
 
DAX % infractions 
N-P + N(0.1) 1.97 59 
N-P + SHASH 2.13 64 
GARCH + N(0.1) 1.33 40 
GARCH + SASH 0.77 23 
T-GARCH + student 1.03 31 
T-GARCH + SHASH 0.80 24 
 
DJA % infractions 
N-P + N(0.1) 2.53 76 
N-P + SHASH 2.53 76 
GARCH + N(0.1) 1.7 51 
GARCH + SASH 1 30 
T-GARCH + student 1.27 38 
T-GARCH + SHASH 1 30< 
 
NIKKEI % infractions 
N-P + N(0.1) 2.17 65 
N-P + SHASH 2.30 69 
GARCH + N(0.1) 1.27 38 
GARCH + SASH 0.6 18 
GARCH+ student 0.77 23 
GARCH + SHASH 0.63 19 
 
 
 
A. 6 - Programmes 
A. 6.1 – fonctions MatLab 
 
Estimation non-paramétrique de la variance 
 
function  [variance,standard_error,band,new_data,data_norme] = 
calcul_variance(data) % on introduit les données, la taille de 
l'intervalle, et le coefficient du Kernel dans le c alcul de la fonciton.  
  
    l=length(data); % nbr de données  
    e=1/l; % on détermine l'intervalle entre les données  
    d=e;  
    [ bandwidth]=kde(data,2^12,min(data),max(data));  
    h= bandwidth; %intégration du bandwidth optimal.  
    h=round(h/e)*e; %h doit être un multiple de e pour avoir des 
observations entières.  
    m=(1-h)/e; % limite supérieure  
    k=(h+e)/e; % point de départ  
    band=round(h/e);  
         
   % on rajoute l'indice de chacune des observation  
    
    for  i=1:l,  
        data(i,2)=e;  
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        e=e+d;  
    end  
     
     
    % pour les point k à m, on calcule la moyenne des v aleurs dans un 
interval  
    % [x-h,x+h]  
  
   
    x_var=zeros(); % pré-allocation du vecteur de variances  
    new_data=zeros(); % pré-allocation du vecteur de données utilisées  
    b=1;  
    %o=k-(h/d);  
    %p=k+(h/d);  
    n=2*((h)/d)+1; %on calcule le nombre de valeurs dans l'interval, p our 
la préallocation  
     
    for  i=k:m, % pour tous les points qui possèdent suffisamment 
d'observation dans un intervalle de longueur 2*h  
         
        K=zeros(1,n); % création du vecteur des Kernel pondérés  
        J=zeros(); % création du vecteur des Kernels pondérés  
        q=1;  
  
        for  j=-band:band, %on sélectionne les points dans un voisinage 2*h  
            K(q)=(1/sqrt(2*pi))*exp(-0.5*((data(i,2 )-
data(i+j,2))/h)^2); %on calcule le Kernel  
            J(q)=(1/sqrt(2*pi))*exp(-0.5*((data(i,2 )-
data(i+j,2))/h)^2)*(data(i+j,1)^2); % on calcule le kernel pondéré  
            
            q=q+1;  
        end  
  
        sum_K=sum(K); %on calcule la somme des poids  
        sum_J=sum(J); %on calcule la somme des Kernels pondérés  
         
        
            x_var(b)=((sum_J)/sum_K); %On obtient la variance de xi  
         
         
        new_data(b)=data(i,1); %on reconstruit le vecteur des observations 
en éliminant les valeurs utilisées comme échantillo n d'apprentissage.  
        b=b+1;  
         
    end     
     
    variance=x_var;  
     
    a=length(variance); % calcul de l'écart-type en prenant la racine 
carrée de chaque élément.  
    standard_error=zeros();  
    for  i=1:a,  
        standard_error(i)=sqrt(variance(i));  
    end   
     
    w=length(variance);  
    data_norme=zeros(); % calcul des résidus divisés par leur variance  
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    for  i=1:w,  
        data_norme(i)=new_data(i)/standard_error(i) ;  
    end       
end  
 
 
Prévision de la variance par une méthode non-paramétrique 
 
function  [variance,standard_error,band,new_data,data_norme] = 
prevision_variance(data) % on introduit les données, la taille de 
l'intervalle, et le coefficient du Kernel dans le c alcul de la fonciton.  
  
    l=length(data); % nbr de données  
    e=1/l; % on détermine l'intervalle entre les données  
    d=e;  
    bandwidth=kde(data,2^12,min(data),max(data))*4;  
    h= bandwidth; %intégration du bandwidth optimal.  
    h=round(h/e)*e; %h doit être un multiple de e pour avoir des 
observations entières.  
     
    m=(1-h)/e; % limite supérieure  
    k=(h+e)/e; % point de départ  
    band=round(h/e);  
         
   % on rajoute l'indice de chacune des observation  
    
    for  i=1:l,  
        data(i,2)=e;  
        e=e+d;  
    end  
     
     
    % pour les point k à m, on calcule la moyenne des v aleurs dans un 
interval  
    % [x-h,x+h]  
  
   
    x_var=zeros(); % pré-allocation du vecteur de variances  
    new_data=zeros(); % pré-allocation du vecteur de données utilisées  
    b=1;  
    %o=k-(h/d);  
    %p=k+(h/d);  
    n=2*((h)/d)+1; %on calcule le nombre de valeurs dans l'interval, p our 
la préallocation  
     
    for  i=k:m, % pour tous les points qui possèdent suffisamment 
d'observation dans un intervalle de longueur 2*h  
         
        K=zeros(1,n); % création du vecteur des Kernel pondérés  
        J=zeros(); % création du vecteur des Kernels pondérés  
        q=1;  
        g=2*band+1;  
  
        for  j=-band:-1, %on sélectionne les points dans un voisinage 2*h  
             
             
            K(q)=(1/sqrt(2*pi))*exp(-0.5*((data(i,2 )-
data(i+j,2))/h)^2); %on calcule le Kernel  



 145 

            J(q)=(1/sqrt(2*pi))*exp(-0.5*((data(i,2 )-
data(i+j,2))/h)^2)*(data(i+j,1)^2); % on calcule le kernel pondéré  
            K(g)=(1/sqrt(2*pi))*exp(-0.5*((data(i,2 )-data(i+j,2))/h)^2);  
            J(g)=(1/sqrt(2*pi))*exp(-0.5*((data(i,2 )-
data(i+j,2))/h)^2)*(data(i+j,1)^2); % on calcule le kernel pondéré  
            q=q+1;  
            g=g-1;  
        end  
  
        K(band+1)=(1/sqrt(2*pi))*exp(-0.5*((data(i, 2)-data(i,2))/h)^2); %on 
calcule le Kernel  
        J(band+1)=(1/sqrt(2*pi))*exp(-0.5*((data(i, 2)-
data(i,2))/h)^2)*(data(i-1,1)^2); % on calcule le kernel pondéré  
         
        sum_K=sum(K); %on calcule la somme des poids  
        sum_J=sum(J); %on calcule la somme des Kernels pondérés  
         
        
        x_var(b)=((sum_J)/sum_K); %On obtient la variance de xi  
         
         
        new_data(b)=data(i,1); %on reconstruit le vecteur des observations 
en éliminant les valeurs utilisées comme échantillo n d'apprentissage.  
        b=b+1;  
         
    end     
     
    variance=x_var;  
     
    a=length(variance); % calcul de l'écart-type en prenant la racine 
carrée de chaque élément.  
    standard_error=zeros();  
    for  i=1:a,  
        standard_error(i)=sqrt(variance(i));  
    end   
     
    w=length(variance);  
    data_norme=zeros(); % calcul des résidus divisés par leur variance  
     
    for  i=1:w,  
        data_norme(i)=new_data(i)/standard_error(i) ;  
    end       
  
end  
  
 
Estimateur non-paramétrique de la densité de probabilité  
 
function  [ bandwidth,density,xmesh,cdf]=kde(data,n,MIN,MAX)  
% Reliable and extremely fast kernel density estima tor for one-dimensional 
data;  
%        Gaussian kernel is assumed and the bandwidth is chosen 
automatically;  
%        Unlike many other implementations, this on e is immune to problems  
%        caused by multimodal densities with widely  separated modes (see 
example). The  
%        estimation does not deteriorate for multim odal densities, because 
we never assume  
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%        a parametric model for the data.  
% INPUTS:  
%     data    - a vector of data from which the den sity estimate is 
constructed;  
%          n  - the number of mesh points used in t he uniform 
discretization of the  
%               interval [MIN, MAX]; n has to be a power of two; if n is 
not a power of two, then  
%               n is rounded up to the next power o f two, i.e., n is set 
to n=2^ceil(log2(n));  
%               the default value of n is n=2^12;  
%   MIN, MAX  - defines the interval [MIN,MAX] on w hich the density 
estimate is constructed;  
%               the default values of MIN and MAX a re:  
%               MIN=min(data)-Range/10 and MAX=max( data)+Range/10, where 
Range=max(data)-min(data);  
% OUTPUTS: 
%   bandwidth - the optimal bandwidth (Gaussian kernel assumed);  
%     density - column vector of length 'n' with th e values of the density  
%               estimate at the grid points;  
%     xmesh   - the grid over which the density est imate is computed;  
%             - If no output is requested, then the  code automatically 
plots a graph of  
%               the density estimate.  
%        cdf  - column vector of length 'n' with th e values of the cdf  
%  Reference:  
% Kernel density estimation via diffusion  
% Z. I. Botev, J. F. Grotowski, and D. P. Kroese (2 010)  
% Annals of Statistics, Volume 38, Number 5, pages 2916-2957.  
  
% 
%  Example:  
%           data=[randn(100,1);randn(100,1)*2+35 ;r andn(100,1)+55];  
%              kde(data,2^14,min(data)-5,max(data)+ 5);  
  
  
%  Notes:   If you have a more reliable and accurat e one-dimensional 
kernel density  
%           estimation software, please email me at  botev@maths.uq.edu.au  
  
  
data=data(:); %make data a column vector  
if  nargin<2 % if n is not supplied switch to the default  
    n=2^14;  
end  
n=2^ceil(log2(n)); % round up n to the next power of 2;  
if  nargin<4 %define the default  interval [MIN,MAX]  
    minimum=min(data); maximum=max(data);  
    Range=maximum-minimum;  
    MIN=minimum-Range/10; MAX=maximum+Range/10;  
end  
% set up the grid over which the density estimate i s computed;  
R=MAX-MIN; dx=R/(n-1); xmesh=MIN+[0:dx:R]; N=length (unique(data));  
%bin the data uniformly using the grid defined abov e;  
initial_data=histc(data,xmesh)/N;  
initial_data=initial_data/sum(initial_data);  
a=dct1d(initial_data); % discrete cosine transform of initial data  
% now compute the optimal bandwidth^2 using the referenced method  
I=[1:n-1]'.^2; a2=(a(2:end)/2).^2;  
% use  fzero to solve the equation t=zeta*gamma^[5] (t)  
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try  
    t_star=fzero(@(t)fixed_point(t,N,I,a2),[0,.1]);  
catch  
    t_star=.28*N^(-2/5);  
end  
% smooth the discrete cosine transform of initial d ata using t_star  
a_t=a.*exp(-[0:n-1]'.^2*pi^2*t_star/2);  
% now apply the inverse discrete cosine transform  
if  (nargout>1)|(nargout==0)  
    density=idct1d(a_t)/R;  
end  
% take the rescaling of the data into account  
bandwidth=sqrt(t_star)*R;  
if  nargout==0  
    figure(1), plot(xmesh,density)  
end  
% for cdf estimation  
if  nargout>3  
    f=2*pi^2*sum(I.*a2.*exp(-I*pi^2*t_star));  
    t_cdf=(sqrt(pi)*f*N)^(-2/3);  
    % now get values of cdf on grid points using IDCT a nd cumsum function  
    a_cdf=a.*exp(-[0:n-1]'.^2*pi^2*t_cdf/2);  
    cdf=cumsum(idct1d(a_cdf))*(dx/R);  
    % take the rescaling into account if the bandwidth value is required  
    bandwidth_cdf=sqrt(t_cdf)*R;  
end  
  
end  
%################################################## ##############  
function   out=fixed_point(t,N,I,a2)  
% this implements the function t-zeta*gamma^[l](t)  
l=7;  
f=2*pi^(2*l)*sum(I.^l.*a2.*exp(-I*pi^2*t));  
for  s=l-1:-1:2  
    K0=prod([1:2:2*s-1])/sqrt(2*pi);  const=(1+(1/2 )^(s+1/2))/3;  
    time=(2*const*K0/N/f)^(2/(3+2*s));  
    f=2*pi^(2*s)*sum(I.^s.*a2.*exp(-I*pi^2*time));  
end  
out=t-(2*N*sqrt(pi)*f)^(-2/5);  
end  
  
  
%################################################## ############  
function  out = idct1d(data)  
  
% computes the inverse discrete cosine transform  
[nrows,ncols]=size(data);  
% Compute weights  
weights = nrows*exp(i*(0:nrows-1)*pi/(2*nrows)).';  
% Compute x tilde using equation (5.93) in Jain  
data = real(ifft(weights.*data));  
% Re-order elements of each column according to equ ations (5.93) and  
% (5.94) in Jain  
out = zeros(nrows,1);  
out(1:2:nrows) = data(1:nrows/2);  
out(2:2:nrows) = data(nrows:-1:nrows/2+1);  
%   Reference:  
%      A. K. Jain, "Fundamentals of Digital Image  
%      Processing", pp. 150-153.  
end  
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%################################################## ############  
  
function  data=dct1d(data)  
% computes the discrete cosine transform of the col umn vector data  
[nrows,ncols]= size(data);  
% Compute weights to multiply DFT coefficients  
weight = [1;2*(exp(-i*(1:nrows-1)*pi/(2*nrows))).'] ;  
% Re-order the elements of the columns of x  
data = [ data(1:2:end,:); data(end:-2:2,:) ];  
% Multiply FFT by weights:  
data= real(weight.* fft(data));  
end  
 
 
 
Ajustement d’une fonction gen. hyperbolic : optimisation des paramètres 
 
function  [params,fval,exitflag,iterations]=ghypest(x,x0);  
%HYPEST Estimate parameters of the hyperbolic distr ibution.  
%   PARAMS=HYPEST(X) returns the maximum likelihood  estimates of the  
%   hyperbolic distribution parameters PARAMS=[ALPH A,BETA,DELTA,MU] for a  
%   data vector X. The estimates are computed numer ically using the  
%   FMINSEARCH simplex optimization routine.  
%   [PARAMS,FVAL,EXITFLAG,ITERATIONS]=HYPEST(X,X0) additionally allows to  
%   specify the initial estimates supplied to FMINS EARCH (default value:  
%   [0.5,0,1]) and returns the value of the objecti ve function FVAL, an  
%   EXITFLAG that describes the exit condition of F MINSEARCH (type "help  
%   FMINSEARCH" in the command line for details) an d the numer of  
%   ITERATIONS performed to reach the result.  
% 
%   Reference(s):  
%   [1] R.Weron (2004) "Computationally intensive V alue at Risk  
%   calculations", in "Handbook of Computational St atistics: Concepts and  
%   Methods", eds. J.E. Gentle, W. Haerdle, Y. Mori , Springer, Berlin,  
%   911-950.  
%   [2] R.Weron (2007) "Modeling and Forecasting El ectricity Loads and  
%   Prices: A Statistical Approach", Wiley, Chiches ter.    
  
%   Written by Adam Misiorek and Rafal Weron (2006. 09.22)  
%   Copyright (c) 2006 by Rafal Weron 
%   Modified by Julien Hambuckers  
 
  
global  mu;  
% Set initial parameter estimates  
if  nargin==1  
    x0=[0.5,0.1,1,0.5];  
end ;  
warning off  
% Run optimization  
[params,fval,exitflag,output] = 
fminsearch( 'ghyploglik' ,x0,optimset( 'MaxFunEvals' ,1e12),x);  
params = [params,mu];  
iterations = output.iterations;  
warning on 
 
 
function  z=ghyploglik_l(params,x)  
%HYPLOGLIK Hyperbolic log-likelihood function.  
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%   Y=HYPLOGLIK(PARAMS,X) returns the log-likelihoo d function of the  
%   hyperbolic distribution with parameters PARAMS = [ALPHA,BETA,DELTA].  
%   The location parameter MU is computed from the other three parameters  
%   and the mean of the data vector X.   
% 
%   Reference(s):  
%   [1] R.Weron (2004) "Computationally intensive V alue at Risk  
%   calculations", in "Handbook of Computational St atistics: Concepts and  
%   Methods", eds. J.E. Gentle, W. Haerdle, Y. Mori , Springer, Berlin,  
%   911-950.  
%   [2] R.Weron (2007) "Modeling and Forecasting El ectricity Loads and  
%   Prices: A Statistical Approach", Wiley, Chiches ter.    
  
%   Written by Adam Misiorek and Rafal Weron (2006. 09.22)  
%   Copyright (c) 2006 by Rafal Weron 
%   Modified by Julien Hambuckers  
  
  
global  mu;  
alpha = params(1);  
beta = params(2);  
delta = params(3);  
mu = -delta*beta/sqrt(alpha^2-beta^2)*besselk(1+1,d elta*sqrt(alpha^2-
beta^2))/besselk(1,delta*sqrt(alpha^2-beta^2))+mean (x);  
lambda = -1;  
  
if  ((delta>=0)&&(alpha>abs(beta)))&&lambda>0  
    kappa = (alpha^2-beta^2)^(lambda/2)/(sqrt(2*pi) *alpha^(lambda-
1/2)*delta^lambda*besselk(lambda,delta*sqrt(alpha^2 -beta^2)));  
    y = kappa*(delta^2+(x-mu).^2).^((lambda-1/2)/2) .*besselk(lambda-
1/2,alpha*sqrt(delta^2+(x-mu).^2)).*exp(beta*(x-mu) );  
    z=-sum(log(y));  
    [params,fval,exitflag,output] = 
fminsearch(@ 'z' ,x0,optimset( 'MaxFunEvals' ,1e12),x);  
else  
    if  ((delta>0)&&(alpha>abs(beta)))&&lambda==0  
        kappa = (alpha^2-beta^2)^(lambda/2)/(sqrt(2 *pi)*alpha^(lambda-
1/2)*delta^lambda*besselk(lambda,delta*sqrt(alpha^2 -beta^2)));  
        y = kappa*(delta^2+(x-mu).^2).^((lambda-1/2 )/2).*besselk(lambda-
1/2,alpha*sqrt(delta^2+(x-mu).^2)).*exp(beta*(x-mu) );  
        z=-sum(log(y));  
    else  
        if  ((delta>0)&&(alpha>=abs(beta)))&&lambda<0  
            kappa = (alpha^2-beta^2)^(lambda/2)/(sq rt(2*pi)*alpha^(lambda-
1/2)*delta^lambda*besselk(lambda,delta*sqrt(alpha^2 -beta^2)));  
            y = kappa*(delta^2+(x-mu).^2).^((lambda -
1/2)/2).*besselk(lambda-1/2,alpha*sqrt(delta^2+(x-m u).^2)).*exp(beta*(x-
mu));  
            z=-sum(log(y));  
        else  
            y = Inf*ones(size(x));  
            z= realmax;  
        end  
    end  
end ;  
 
end ;  
 
 
function  y=ghyppdf(x,alpha,beta,delta,lambda,mu)  
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%HYPPDF Hyperbolic probability density function (pd f).  
%   Y=HYPPDF(X,ALPHA,BETA,DELTA,MU) returns the pdf  of the hyperbolic  
%   distribution with shape parameter ALPHA, skewne ss parameter BETA,  
%   scale parameter DELTA and location parameter MU , evaluated at the  
%   values in X.  
% 
%   Reference(s):  
%   [1] R.Weron (2004) "Computationally intensive V alue at Risk  
%   calculations", in "Handbook of Computational St atistics: Concepts and  
%   Methods", eds. J.E. Gentle, W. Haerdle, Y. Mori , Springer, Berlin,  
%   911-950.  
%   [2] R.Weron (2007) "Modeling and Forecasting El ectricity Loads and  
%   Prices: A Statistical Approach", Wiley, Chiches ter.    
  
%   Written by Adam Misiorek and Rafal Weron (2006. 09.22)  
%   Copyright (c) 2006 by Rafal Weron 
%   Modified by Julien Hambuckers  
  
% Set lambda of the generalized hyperbolic distribu tion to 1  
% lambda = 1;  
  
  
if  
((delta>=0)&&(alpha>abs(beta))&&(lambda>0))||((delt a>0)&&(alpha>abs(beta))&
&(lambda==0))||((delta>0)&&(alpha>=abs(beta))&&(lam bda<0))  
    kappa = (alpha^2-beta^2)^(lambda/2)/(sqrt(2*pi) *alpha^(lambda-
1/2)*delta^lambda*besselk(lambda,delta*sqrt(alpha^2 -beta^2)));  
    y = kappa*(delta^2+(x-mu).^2).^((lambda-1/2)/2) .*besselk(lambda-
1/2,alpha*sqrt(delta^2+(x-mu).^2)).*exp(beta*(x-mu) );  
else  
    y = Inf*ones(size(x));  
end ;  
 
 
Backtesting 
 
function  [result,pourcentage]=backtesting(data,VAR)  
l=length(data);  
  
difference=zeros();  
for  i=1:l,  
    if  data(i)<VAR(i),  
        difference(i)=1;  
    else  
        difference(i)=0;  
    end  
end  
  
result=sum(difference);  
pourcentage=result/l;  
end  
 
 
Approximation du quantile de la fonction sinh-arcsinh par itérations successives 
 
function  shash=qqshash(data,proba,j) %  
%Input : data = -8 :0.0001 :0 (très grand) 
%       proba = probabilité de data  
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%      j=interval des quantiles estimés (ex : j=100 , mapping  
% par centiles 
  
a=1/j;  
  
  
for  b=1:(j-a),  
    i=1;  
    alpha=0;  
    while  alpha<(b/j),  
        alpha=alpha+proba(i);  
        i=i+1;  
    end  
    shash(b)=data(i);  
    break  
end  
  
shash=shash';  
  
end  
 
Goodness-of-fit test pour la fonction sinh-arcsinh et gen. hyperbolic. 
 
function  [ecart]=godness_of_fit_ghyp(data,alpha,beta,delta, lambda,mu)  
  
  
[ bandwidth,density,xmesh,cdf]=kde(data);  
  
  
for  i=1:length(xmesh),  
    y(i)=ghyppdf(xmesh(i),alpha,beta,delta,lambda,m u);  
end  
  
  
for  i=1:length(y),  
    total(i)=(density(i)-y(i))^2;  
end  
  
ecart=sum(total);  
  
  
end  
 
function  [ecart]=godness_of_fit_shash(data,xhi,tau,epsilon, delta)  
  
  
[ bandwidth,density,xmesh,cdf]=kde(data);  
  
  
for  i=1:length(xmesh),  
    y(i)=sinharcsinh(xmesh(i),xhi,tau,epsilon,delta );  
end  
  
  
for  i=1:length(y),  
    total(i)=(density(i)-y(i))^2;  
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end  
  
ecart=sum(total);  
  
end  
 
 
 
A. 6.2 – Estimation des paramètres de la fonction sinh-arcsinh (Jones et Pewsey, 2009) 
 
*************************************************** ********************* 
*   PROGRAM NSASML                                                     * 
*   Program calculates the ML estimates of the parameters of a         * 
*   SINH-ARCSINHED NORMAL distribution for NOBS observations read from * 
*   the external file SAMPLE.DAT. The transformations                  * 
*   OMEGA (=XI/(1+DABS(XI)), KAPPA (=TAU/(1+TAU)) (TAU=ETA/DELTA),     *  
*   LAMBDA (=DELTA/(1+DELTA)) and NU (=EPSILON/(1+DABS(EPSILON)))      *  
*   are used when finding ML solution.                                 *   
*   Written: 29/01/09                                                  * 
*************************************************** ********************* 
 
      PROGRAM NSASML 
 
      INTEGER           I, NOBS, NOYES 
      DOUBLE PRECISION  DEL1, DNOBS, EPS1, ETA1, FUNMAX, KAP1, LAM1,  
     1                  OMEGA1, MLDEL, MLEPS, MLETA, MLKAP, MLLAM,  
     2                  MLOMEG, MLNU, MLTAU, MLXI, NU1, OMEG1, PI2, S,  
     3                  TAU1, XBAR, XI1,    
     4                  DATA(10000) 
      COMMON/PI2VAL/PI2 
      COMMON/OBSINF/DNOBS, NOBS, DATA 
 
      PI2 = 8.0D0*DATAN(1.0D0) 
       
      CALL INPUT(NOBS, DATA) 
      DNOBS=DFLOAT(NOBS) 
       
      CALL STATS(NOBS, DATA, XBAR, S) 
      WRITE(*,*) 'XBAR and S = ', XBAR, S 
      WRITE(*,*) 'Do you want to use XBAR, S, 1 and 0 as starting'  
      WRITE(*,*) 'values for XI, ETA, DELTA and EPSILON?'  
      WRITE(*,*) 'If YES, type 1; if NO type 0 '  
      READ(*,*) NOYES 
      IF (NOYES.EQ.1) THEN 
        OMEG1 = XBAR/(1.0D0+DABS(XBAR)) 
        KAP1 = S/(1.0D0+S) 
        LAM1 = 1.0D0/2.0D0 
        NU1 = 0.0D0 
      ELSE 
        WRITE(*,*) 'Please type in starting values for XI, ETA'  
        WRITE(*,*) 'DELTA and EPSILON ' 
        READ(*,*) XI1, ETA1, DEL1, EPS1 
        OMEG1 = XI1/(1.0D0+DABS(XI1)) 
        TAU1 = ETA1/DEL1 
        KAP1 = TAU1/(1.0D0+TAU1) 
        LAM1 = DEL1/(1.0D0+DEL1) 
        NU1 = EPS1/(1.0D0+DABS(EPS1)) 
      END IF 
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      CALL MLEST(OMEG1, KAP1, LAM1, NU1, MLOMEG, MLKAP, MLLAM, MLNU, 
     1           FUNMAX) 
      IF (MLOMEG.GE.0.0D0) THEN 
        MLXI = MLOMEG/(1.0D0-MLOMEG) 
      ELSE  
        MLXI = MLOMEG/(1.0D0+MLOMEG) 
      END IF 
      MLTAU = MLKAP/(1.0D0-MLKAP) 
      MLDEL = MLLAM/(1.0D0-MLLAM) 
      MLETA = MLTAU*MLDEL 
      IF (MLNU.GE.0.0D0) THEN 
        MLEPS = MLNU/(1.0D0-MLNU) 
      ELSE  
        MLEPS = MLNU/(1.0D0+MLNU) 
      END IF 
      OPEN (13, FILE = 'resultat.txt') 
      WRITE(13,*) 'The ML estimates of OMEGA, XI, KAPPA, TAU, ETA,'  
      WRITE(13,*) 'LAMBDA, DELTA, NU and EPSILON are: ' 
      WRITE(13,*) MLOMEG, MLXI, MLKAP, MLTAU, MLETA 
      WRITE(13,*) MLLAM, MLDEL, MLNU, MLEPS 
      WRITE(13,*) 'Max. value of LLF is ', FUNMAX 
      CLOSE(13) 
       
      STOP 
      END 
*-------------------------------------------------- --------------------- 
      SUBROUTINE INPUT(NOBS, DATA) 
*-------------------------------------------------- --------------------- 
C     Subroutine reads in sample size, NOBS, and the data values from  
C     the file SAMPLE.DAT.  
C 
      INTEGER           I, NOBS 
      DOUBLE PRECISION  DATA(10000) 
 
C   Inputting number of observations in external file SAMPLE.DAT. 
      PRINT *, 'Please enter the number of observations to be read.' 
      READ *, NOBS 
      WRITE(12,*) 'The sample size is: ', NOBS 
 
C   Read in observations from external file SAMPLE.DAT. 
      OPEN (9, FILE = 'SAMPLE.DAT') 
      DO 10 I = 1, NOBS 
        READ(9,*) DATA(I) 
   10 CONTINUE 
      CLOSE(9) 
 
      RETURN 
      END 
*-------------------------------------------------- --------------------- 
      SUBROUTINE STATS(N, DATA, XBAR, S) 
*-------------------------------------------------- --------------------- 
C   Subroutine returns sample mean and sample standard deviation for N 
C   observations contained in the array DATA. 
C 
      INTEGER           I, N 
      DOUBLE PRECISION  S, XBAR, SUM1, SUM2, DATA(N) 
 
      SUM1=0.0D0 
      SUM2=0.0D0 
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      DO 20 I=1,N 
        SUM1=SUM1+DATA(I) 
        SUM2=SUM2+DATA(I)*DATA(I) 
   20 CONTINUE 
 
      XBAR=SUM1/DFLOAT(N) 
      S=DSQRT( (SUM2/DFLOAT(N))-(XBAR*XBAR) ) 
 
      RETURN 
      END 
*-------------------------------------------------- --------------------- 
      SUBROUTINE MLEST(OMEG1, KAP1, LAM1, NU1, MLOMEG, MLKAP, MLLAM,  
     1                 MLNU, FUNMAX) 
*-------------------------------------------------- --------------------- 
C   Subroutine identifies ML estimates of OMEGA, KAPPA, LAMBDA and NU  
C   for an assumed ASYMMETRIC (TYPE 2) SINH-ARCSINH distribution. 
C 
      INTEGER           ICOUNT, IFAULT, J, K, KCOUNT, KONVGE,   
     1                  NOBS, NOYES, NPAR, NUMRES  
      DOUBLE PRECISION  DIFF1, DIFF2, DNOBS, FUNMAX, KAP1, LAM1, NU1,  
     1                  OMEG1, MINFUN, MLKAP, MLLAM, MLNU, MLOMEG,  
     2                  NLGLK, PI2, REQMIN,  
     3                  DATA(10000), OKLNMX(4), START(4), STEP(4) 
      EXTERNAL NLGLK 
      COMMON/PI2VAL/PI2 
      COMMON/OBSINF/DNOBS, NOBS, DATA 
       
      NPAR = 4 
      KONVGE = 50 
      KCOUNT = 1000 
      REQMIN = 1.0D-9 
   20 START(1) = OMEG1 
      START(2) = KAP1 
      START(3) = LAM1 
      START(4) = NU1 
       
      DIFF1 = 1.0D0-OMEG1 
      DIFF2 = 1.0D0+OMEG1 
      STEP(1) = DMIN1(DIFF1,DIFF2)/3.0D0 
      DIFF1 = 1.0D0-KAP1 
      STEP(2) = DMIN1(DIFF1,KAP1)/3.0D0 
      DIFF1 = 1.0D0-LAM1 
      STEP(3) = DMIN1(DIFF1,LAM1)/3.0D0 
      DIFF1 = 1.0D0-NU1 
      DIFF2 = 1.0D0+NU1 
      STEP(4) = DMIN1(DIFF1,DIFF2)/3.0D0 
 
      CALL NELMIN(NLGLK, NPAR, START, OKLNMX, MINFUN, REQMIN,  
     1            STEP, KONVGE, KCOUNT, ICOUNT, NUMRES, IFAULT) 
      FUNMAX = -MINFUN -DNOBS*DLOG(PI2)/2.0D0 
      MLOMEG = OKLNMX(1) 
      MLKAP = OKLNMX(2) 
      MLLAM = OKLNMX(3) 
      MLNU = OKLNMX(4) 
       
      IF (IFAULT.NE.0) THEN 
        WRITE(*,*) 'The simplex has NOT converged. The current' 
        WRITE(*,*) 'estimates of OMEGA, KAPPA, LAMBDA and NU and the'  
        WRITE(*,*) 'maximum value of the log-likelihood are: ' 
        WRITE(*,*) MLOMEG, MLKAP, MLLAM, MLNU, FUNM AX 
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        WRITE(*,*) 'Do you want to use these values to restart search'  
        WRITE(*,*) 'If YES, type 1; if NO type 0 '  
        READ(*,*) NOYES 
        IF (NOYES.EQ.1) THEN 
          OMEG1 = MLOMEG 
          KAP1 = MLKAP 
          LAM1 = MLLAM 
          NU1 = MLNU 
          GOTO 20 
        ELSE 
          CONTINUE  
        END IF   
      END IF 
      RETURN 
      END 
*-------------------------------------------------- --------------------- 
      DOUBLE PRECISION FUNCTION NLGLK(PAR) 
*-------------------------------------------------- --------------------- 
C 
C  Function used by Nelder-Mead SIMPLEX algorithm. Evaluates value of  
C  NEGATIVE log-likelihood for supplied values of OMEGA, KAPPA, LAMBDA, 
C  and NU.  
C 
      INTEGER           I, NOBS 
      DOUBLE PRECISION  ARG, ARG1, ARG2, ARG3, ARG4, CDEL, CONST, DEL,  
     1                  DNOBS, EPS, ETA, KAP, LAM, LLK, OMEG, NU, PI2,  
     2                  SDEL, TAU, XI,      
     3                  PAR(4), DATA(10000) 
       
      COMMON/PI2VAL/PI2 
      COMMON/OBSINF/DNOBS, NOBS, DATA 
       
      OMEG = PAR(1) 
      KAP = PAR(2) 
      LAM = PAR(3) 
      NU = PAR(4) 
      IF (OMEG.LE.-1.0D0 .OR. OMEG.GE.1.0D0) THEN 
        NLGLK = 9.0D10 
        RETURN 
      END IF 
      IF (KAP.LE.0.0D0 .OR. KAP.GE.1.0D0) THEN 
        NLGLK = 9.0D10 
        RETURN 
      END IF 
      IF (LAM.LE.0.0D0 .OR. LAM.GE.1.0D0) THEN 
        NLGLK = 9.0D10 
        RETURN 
      END IF 
      IF (NU.LE.-1.0D0 .OR. NU.GE.1.0D0) THEN 
        NLGLK = 9.0D10 
        RETURN 
      END IF 
       
      IF (OMEG.GE.0.0D0) THEN 
        XI = OMEG/(1.0D0-OMEG) 
      ELSE  
        XI = OMEG/(1.0D0+OMEG) 
      END IF 
      TAU=KAP/(1.0D0-KAP) 
      DEL=LAM/(1.0D0-LAM) 
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      IF (NU.GE.0.0D0) THEN 
        EPS = NU/(1.0D0-NU) 
      ELSE  
        EPS = NU/(1.0D0+NU) 
      END IF 
      CONST = DEXP(-EPS) 
 
      LLK = 0.0D0 
      DO 10 I=1,NOBS 
        ARG = (DATA(I)-XI)/(TAU*DEL) 
        ARG1 = DSQRT(1.0D0+ARG*ARG)   
        ARG2 = (ARG+ARG1)**DEL 
        ARG3 = (ARG1-ARG)**DEL  
        SDEL = ((CONST*ARG2)-(ARG3/CONST))*0.50D0 
        CDEL = ((CONST*ARG2)+(ARG3/CONST))*0.50D0 
        ARG4 = DLOG(CDEL)-((SDEL*SDEL)+DLOG(1.0D0+ARG*ARG))*0.50D0 
        LLK = LLK + ARG4 
   10 CONTINUE  
      LLK = LLK - DNOBS*(DLOG(TAU)) 
      NLGLK = -LLK 
       
      RETURN 
      END 
*-------------------------------------------------- --------------------- 
      SUBROUTINE NELMIN(FN, N, START, XMIN, YNEWLO, REQMIN, STEP, 
     #                  KONVGE, KCOUNT, ICOUNT, NUMRES, IFAULT) 
*-------------------------------------------------- --------------------- 
C 
C     Simplex function minimisation procedure due to Nelder+Mead(1965), 
C     as implemented by O'Neill(1971, Appl.Statist. 20, 338-45), with 
C     subsequent comments by Chambers+Ertel(1974, 23, 250-1), Benyon(1976, 
C     25, 97) and Hill(1978, 27, 380-2) 
C                                                                            
C        Algorithm AS 47  Applied Statistics (J.R. Statist. Soc. C), 
C        (1971) Vol.20, No. 3 
C 
C     The Nelder-Mead Simplex Minimisation Procedure 
C 
C 
C        Purpose :: To find the minimum value of a user-specified  
C                   function 
C 
C        Formal parameters :: 
C          
C            fn :        : The name of the function to be minimized. 
C             n :  input : The number of variables over which we are 
C                        : minimising 
C         start :  input : Array; Contains the coordinates of the 
C                          starting point. 
C                 output : The values may be overwritten. 
C          xmin : output : Array; Contains the coordinates of the 
C                        : minimum. 
C        ynewlo : output : The minimum value of the function. 
C        reqmin :  input : The terminating limit for the variance of 
C                        : function values. 
C          step :  input : Array; Determines the size and shape of the 
C                        : initial simplex.  The relative magnitudes of 
C                        : its n elements should reflect the units of 
C                        : the n variables. 
C        konvge :  input : The convergence check is carried out every 
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C                        : konvge iterations. 
C        kcount :  input : Maximum number of function evaluations. 
C        icount : output : Function evaluations performed 
C        numres : output : Number of restarts. 
C        ifault : output : 1 if reqmin, n, or konvge has illegal value; 
C                        : 2 if terminated because kcount was exceeded 
C                        :   without convergence; 
C                        : 0 otherwise. 
C 
C        All variables and arrays are to be declared in the calling 
C        program as double precision. 
C 
C 
C        Auxiliary algorithm :: The double precision function 
C        subprogram fn(a) calculates the function value at point a. 
C        a is double precision with n elements. 
C 
C 
C        Reference :: Nelder,J.A. and Mead,R.(1965).  A simplex method 
C        for function minimization.  Computer J., Vol.7,308-313. 
C 
C************************************************** ********************** 
C 
      IMPLICIT DOUBLE PRECISION (A-H,O-Z) 
      DOUBLE PRECISION START(N), XMIN(N), YNEWLO, REQMIN, STEP(N), 
     1   P(4,5), PSTAR(4), P2STAR(4), PBAR(4), Y(5), 
     2   DN, DNN, Z, YLO, RCOEFF, YSTAR, ECOEFF, Y2STAR, CCOEFF, 
     3   RQ, X, DEL, FN, ONE, HALF, ZERO, EPS 
      EXTERNAL FN 
C 
      DATA RCOEFF/1.0D0/, ECOEFF/2.0D0/, CCOEFF/5.0D-1/ 
      DATA ONE/1.0D0/, HALF/0.5D0/, ZERO/0.0D0/, EPS/0.001D0/ 
C        REFLECTION, EXTENSION AND CONTRACTION COEFFICIENTS. 
C 
C       VALIDITY CHECKS ON INPUT PARAMETERS. 
C 
      IFAULT=1 
      IF(REQMIN .LE. ZERO .OR. N .LT. 1 .OR. N .GT. 20 
     #                    .OR. KONVGE .LT. 1) RETURN 
      IFAULT=2 
      ICOUNT=0 
      NUMRES=0 
C 
      JCOUNT=KONVGE                                                          
      DN=FLOAT(N)                                                           
      NN=N+1                                                                 
      DNN=FLOAT(NN)                                                         
      DEL=ONE 
      RQ=REQMIN*DN 
C 
C        CONSTRUCTION OF INITIAL SIMPLEX.                                    
C 
   10 DO 20 I=1,N                                                             
   20 P(I,NN)=START(I)                                                       
      Y(NN)=FN(START) 
      DO 40 J=1,N                                                             
        X=START(J) 
        START(J)=START(J)+STEP(J)*DEL                                          
        DO 30 I=1,N                                                             
   30   P(I,J)=START(I)                                                        
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        Y(J)=FN(START) 
        START(J)=X 
   40 CONTINUE 
      ICOUNT=ICOUNT+NN 
C                                                                            
C       SIMPLEX CONSTRUCTION COMPLETE                                        
C                                                                            
C       FIND HIGHEST AND LOWEST Y VALUES.  YNEWLO (=Y(IHI) ) INDICATES        
C       THE VERTEX OF THE SIMPLEX TO BE REPLACED.                            
C                                                                            
   43 YLO=Y(1) 
      ILO=1    
      DO 47 I=2,NN 
        IF(Y(I).GE.YLO) GOTO 47 
        YLO=Y(I)                                                               
        ILO=I                                                                  
   47 CONTINUE 
   50 YNEWLO=Y(1) 
      IHI=1 
      DO 70 I=2,NN 
        IF(Y(I) .LE. YNEWLO) GOTO 70 
        YNEWLO=Y(I) 
        IHI=I                                                                  
   70 CONTINUE 
C 
C      CALCULATE PBAR,THE CENTROID OF THE SIMPLEX VERTICES                   
C          EXCEPTING THAT WITH Y VALUE YNEWLO.                               
C 
      DO 90 I=1,N                                                             
        Z=ZERO 
        DO 80 J=1,NN                                                            
   80   Z=Z+P(I,J) 
        Z=Z-P(I,IHI)                                                           
        PBAR(I)=Z/DN                                                           
   90 CONTINUE 
C 
C      REFLECTION THROUGH THE CENTROID                                       
C 
      DO 100 I=1,N 
  100 PSTAR(I)=PBAR(I) + RCOEFF * (PBAR(I) - P(I,IHI)) 
      YSTAR=FN(PSTAR) 
      ICOUNT=ICOUNT+1                                                        
      IF (YSTAR.GE.YLO) GOTO 140 
C 
C      SUCCESSFUL REFLECTION,SO EXTENSION                                    
C 
      DO 110 I=1,N 
  110 P2STAR(I)=PBAR(I) + ECOEFF * (PSTAR(I)-PBAR(I)) 
      Y2STAR=FN(P2STAR) 
      ICOUNT=ICOUNT+1                                                        
C 
C       CHECK EXTENSION 
C 
      IF(Y2STAR .GE. YSTAR) GOTO 133 
C 
C       RETAIN EXTENSION OR CONTRACTION.                                     
C 
      DO 130 I=1,N 
  130 P(I,IHI)=P2STAR(I)                                                     
      Y(IHI)=Y2STAR                                                          
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      GOTO 230 
C 
C     RETAIN REFLECTION 
C 
  133 DO 137 I=1,N 
  137 P(I,IHI)=PSTAR(I) 
      Y(IHI)=YSTAR 
      GOTO 230 
C 
C     NO EXTENSION 
C 
  140 L=0 
      DO 150 I=1,NN 
        IF (Y( I).GT.YSTAR) L=L+1                                              
  150 CONTINUE                                                               
      IF (L.GT.1) GOTO 133 
      IF (L.EQ.0) GOTO 170 
C 
C     CONTRACTION ON THE REFLECTION SIDE OF THE CENTROID.                    
C 
      DO 160 I=1,N 
  160 P2STAR(I) = PBAR(I) + CCOEFF * (PSTAR(I) - PBAR(I)) 
      Y2STAR = FN(P2STAR) 
      ICOUNT=ICOUNT+1 
      IF(Y2STAR .LE. YSTAR) GOTO 182 
C 
C        RETAIN REFLECTION 
C 
      DO 165 I=1,N 
  165 P(I,IHI)=PSTAR(I) 
      Y(IHI)=YSTAR                                                           
      GOTO 230 
C 
C      CONTRACTION ON THE  Y(IHI) SIDE OF THE CENTRIOD.                      
C 
  170 DO 180 I=1,N 
  180 P2STAR(I)=PBAR(I) + CCOEFF * (P(I,IHI) - PBAR(I)) 
      Y2STAR=FN(P2STAR) 
      ICOUNT=ICOUNT+1                                                        
      IF (Y2STAR .GT. Y(IHI)) GOTO 188 
C 
C        RETAIN CONTRACTION 
C 
  182 DO 185 I=1,N 
  185 P(I,IHI) = P2STAR(I) 
      Y(IHI)=Y2STAR 
      GOTO 230 
C 
C       CONTRACT WHOLE SIMPLEX.                                              
C 
  188 DO 200 J=1,NN 
        DO 190 I=1,N 
          P(I,J)=(P(I,J)+P(I,ILO))*HALF 
          XMIN(I)=P(I,J)  
  190   CONTINUE 
        Y(J)=FN(XMIN) 
  200 CONTINUE 
      ICOUNT=ICOUNT+NN 
      IF (ICOUNT .GT. KCOUNT) GO TO 260 
      GOTO 43 
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C 
C        CHECK IF YLO IMPROVED 
C 
  230 IF (Y(IHI) .GE. YLO) GOTO 235 
      YLO=Y(IHI) 
      ILO=IHI 
  235 JCOUNT=JCOUNT-1 
      IF(JCOUNT .NE. 0) GOTO 50 
C 
C     CHECK TO SEE IF MINIMUM REACHED.                                       
C 
      IF (ICOUNT.GT.KCOUNT) GOTO 260 
      JCOUNT=KONVGE 
      Z=ZERO 
      DO 240 I=1, NN 
  240 Z = Z+Y(I) 
      X=Z / DNN 
      Z=ZERO 
      DO 250 I=1,NN 
  250 Z = Z+(Y(I)-X) ** 2 
      IF (Z .GT. RQ) GOTO 50 
C 
C       FACTORIAL TESTS TO CHECK THAT YNEWLO IS A LOCAL MINIMUM.              
C 
  260 DO 270 I=1,N 
  270 XMIN(I)=P(I,ILO) 
      YNEWLO=Y(ILO) 
      IF (ICOUNT.GT.KCOUNT) RETURN 
      DO 280 I=1,N 
        DEL=STEP(I)*EPS 
        XMIN(I)=XMIN(I)+DEL 
        Z=FN(XMIN) 
        ICOUNT=ICOUNT+1 
        IF (Z.LT.YNEWLO) GOTO 290 
        XMIN(I)=XMIN(I)-DEL-DEL 
        Z=FN(XMIN) 
        ICOUNT=ICOUNT+1 
        IF (Z.LT.YNEWLO) GOTO 290 
        XMIN(I)=XMIN(I)+DEL 
  280 CONTINUE 
      IFAULT = 0 
      RETURN 
C 
C     RESTART PROCEDURE 
C 
  290 DO 300 I=1,N 
  300 START(I) = XMIN(I) 
      DEL=EPS 
      NUMRES = NUMRES + 1 
      GOTO 10 
      END 
*-------------------------------------------------- --------------------- 
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